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RESUMO 

 

 

Este trabalho aborda a aplicação de redes neurais artificiais (RNA) em um sistema de 
navegação inercial de baixo custo auxiliado por GPS. Busca-se suprir a necessidade que 
ocorre já que o GPS não trabalha em todos os ambientes, ou pode trabalhar de forma 
inadequada, durante certo intervalo de tempo. Desenvolve-se solução para prover a falta 
de informações na porção do tempo onde o GPS não opera, explorando a integração de 
sensores inerciais com o GPS. Sensores inerciais de baixo custo têm, porém, a 
desvantagem de apresentar um grande e contínuo acúmulo de erros, acarretando baixo 
desempenho no sistema. Utiliza-se rede neural, neste contexto, para melhorar a solução 
de navegação dada pelo sistema inercial nos períodos de ausência das informações 
provenientes do GPS. É apresentada uma revisão dos principais conceitos e técnicas 
envolvidas com o tema em questão; uma abordagem para configurar a RNA, quanto aos 
sinais de entrada e saída, baseada num conjunto simplificado de equações de navegação 
inercial e seus dois modos de operação, treinamento e predição. É abordada uma 
metodologia para o processamento de dados de treinamento e respectivo algoritmo de 
treinamento utilizando um filtro de Kalman adaptativo. Também é proposto um método 
para o treinamento da RNA com a característica de alternar a apresentação dos padrões 
de treinamento entre o modo lote, com conjuntos de tamanho fixo, e o modo sequencial, 
filtrando os padrões de treinamento individualmente, característica que confere ao 
método certa capacidade de treinamento em tempo aproximadamente-real. Finalmente, 
são apresentados os resultados obtidos, por simulação numérica, de uma aplicação de 
posicionamento veicular terrestre com dados adquiridos de uma IMU Crossbow CD400-
200 e de um receptor GPS Ashtech Z12. Os métodos propostos foram testados em 
situações distintas de movimento do veículo e avaliados os erros de posição, ou 
predição, obtidos durante ausência simulada do GPS. Os erros de predição, obtidos pela 
RNA, apresentaram menor magnitude quando comparados com um sistema INS/GPS 
convencional, integrado por um filtro de Kalman, também simulado sem a atualização 
do GPS. Os resultados indicaram que a RNA foi mais eficiente em representar a 
cinemática do veículo, num dado intervalo de tempo, que o sistema de navegação 
convencional. 
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LOW COST GPS/INS INERTIAL NAVIGATION SYSTEMS WITH E RROR 

COMPENSATION BY ARTIFICIAL NEURAL NETWORKS 

 

 

ABSTRACT 

This work addresses the use of artificial neural network (ANN) in GPS aided inertial 
navigation systems. The GPS technology dominates, nowadays, the positioning and 
navigation (POS/NAV) market, and alternative POS/NAV systems are only needed 
because GPS does not work in all environments, or can not provide reliable solutions 
during some time interval. There are different solutions to fulfill information during 
GPS blockage and integrated inertial sensors systems with GPS are frequently used. 
However, low cost inertial sensors have the disadvantage of accumulating continuous 
errors in great extension, leading to poor system performance. In this context, ANN is 
applied to provide better NAV/POS solutions during the lack of information in GPS 
outages. This work introduces a review of the main used concepts and techniques, an 
approach to define input-output ANN signals based on a reduced set of inertial 
navigation equations, and the ANN prediction and training operation modes. It presents 
a methodology to preprocessing input data and a training algorithm, based on adaptive 
Kalman filtering approach. It also proposes a method for ANN training with the 
characteristic of alternating the training patterns from batch mode, with a constant data 
set size, to sequential mode, by filtering individual pattern-by-pattern of training data, 
which gives to the method some real time training capacity. Finally, numerical 
simulation results are assessed from urban vehicular positioning application, with data 
acquired from an MEMS IMU Crossbow CD400_200 and an Ashtech Z12 GPS 
receiver. The proposed methods were tested with different vehicle dynamic situations 
and the position errors, acquired in prediction mode or simulated GPS outage, were 
assessed. When compared to a conventional INS/GPS system, integrated by a Kalman 
filter and operating without GPS updates, the ANN position errors have lower 
magnitudes. These results indicate that ANN was more capable to learn the vehicle’s 
kinematics, for a certain time interval, than the modeling presented by the conventional 
navigation system. 
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ŵ   Vetor de parâmetros livres estimado durante treinamento da RNA 

jx   Sinal de entrada j, na RNA  

x   Vetor de sinais de entrada, ou vetor de estado  

{X i, Yi, Zi}   Eixos do referencial inercial (i)  

{X e, Ye, Ze}   Eixos do referencial Terrestre (e)  

{X n, Yn, Zn}  Eixos do referencial de navegação (n) 

{X b, Yb, Zb}  Eixos do referencial do veículo, ou do corpo (b) 

ky  Sinal de saída do neurônio k, ou de observações  

y  Vetor dos sinais de saída da RNA  

{u, v, w} Eixos do referencial do veículo. Notação alternativa  

 Gregos 

jα    Parâmetro empírico , associado ao estado j  

lt ,δ   Função delta de Kronecker 

tδ   Intervalo de tempo  



 xxii

GPSp∆   Vetor de incrementos de posição do GPS  

RNAp∆   Vetor de incrementos de posição fornecido pela RNA  

f
GPSv∆   Vetor de incrementos de velocidade  

t∆   Intervalo de tempo  

λ   Longitude geodésica  

vσ   Desvio padrão, com relação a medidas de velocidade 

ν   Vetor de ruídos de medida 

ψθφ ,,   Ângulos de Euler  

ϕ   Latitude geodésica  

( )⋅ϕ   Função de ativação 

1kk −Φ ,   Matriz de transição de estados  

eω  Magnitude da rotação da Terra  

e
ieω   Velocidade angular de (e), em relação à (i), expressa em (e)  

n
enω   Velocidade angular de (n), em relação à (e), expressa em (n)  

n
inω   Velocidade angular de (n),em relação à (i), expressa em (n)  

b
ibω   Velocidade angular de (b), em relação à (i), expressa em (b)  

b
ibω

~   Velocidade angular medida pela IMU  

DEN ωωω ,,   Componentes da velocidade 
n
enω   

ω   Vetor dos ruídos de processo 

Ω   Forma, ou matriz, anti-simétrica de um vetor ω   



 xxiii

 
SUMÁRIO 

Pág.  

1 INTRODUÇÃO.........................................................................................................1 

1.1 Apresentação do tema ................................................................................... 1 

1.2 Revisão bibliográfica .................................................................................... 3 

1.3 Objetivo e organização do trabalho ................................................................ 7 

2 FUNDAMENTOS DE NAVEGAÇÃO INERCIAL ................. ........................... 11 

2.1 Sistema de posicionamento global – GPS ...................................................... 11 

2.2 Sistemas de coordenadas ............................................................................. 11 

2.2.1 Sistema Inercial (i) .................................................................................. 12 

2.2.2 Sistema Terrestre (e) ................................................................................ 12 

2.2.3 Sistema de Navegação (n) ........................................................................ 13 

2.2.4 Sistema do Veículo (b) ............................................................................. 13 

2.2.5 Transformação entre os sistemas do Veículo e de Navegação ....................... 14 

2.3 Equações de navegação inercial ................................................................... 18 

2.4 Equações simplificadas de navegação inercial para um veículo terrestre ........... 23 

2.5 Integração dos sistemas GPS/INS ................................................................. 28 

3 FUNDAMENTOS DE REDE NEURAIS ARTIFICIAIS ........... ........................ 31 

3.1 Introdução ................................................................................................. 31 

3.2 Redes perceptron de múltiplas camadas (MLP).............................................. 34 

3.3 Treinamento de redes MLP ......................................................................... 36 

3.4 Algoritmo de retropropagação ..................................................................... 37 

4 ABORDAGEM COM O FILTRO DE KALMAN .................. ............................ 41 

4.1 Introdução ................................................................................................. 41 

4.2 Solução com o Filtro estendido de Kalman .................................................... 41 

4.3 Solução adaptativa: estimação do ruído de estado .......................................... 45 

4.4 Pré-filtragem de dados de treinamento .......................................................... 48 



 xxiv

5 NAVEGAÇÃO INERCIAL AUXILIADA POR REDES NEURAIS .... ............ 53 

5.1 Definição da RNA para o problema de posicionamento .................................. 53 

5.2 Modos de operação da RNA ........................................................................ 55 

5.3 Métodos de treinamento para o sistema de navegação proposto ....................... 58 

5.3.1 Método 1 ................................................................................................ 58 

5.3.2 Método 2 ................................................................................................ 59 

5.3.3 Método 3 ................................................................................................ 59 

5.3.4 Método 4 ................................................................................................ 60 

6 SIMULAÇÃO E RESULTADOS ......................................................................... 63 

6.1 Introdução ................................................................................................. 63 

6.2 Verificação off-line do algoritmo de treinamento proposto .............................. 63 

6.2.1 Descrição dos dados utilizados na verificação off-line ................................. 65 

6.2.2 Resultados da verificação off-line .............................................................. 68 

6.2.3 Considerações sobre o número de neurônios ocultos e de iterações ............... 77 

6.3 Simulação dos métodos propostos para o sistema de navegação ...................... 80 

6.3.1 Simulação no intervalo [50s, 500s] ............................................................ 81 

6.3.2 Simulação no intervalo [630s, 1000s] ........................................................ 85 

6.3.3 Simulação com um segundo conjunto de dados .......................................... 91 

6.3.4 Simulações complementares ................................................................... 100 

7 COMENTÁRIOS FINAIS E CONCLUSÕES....................................................107 

7.1 Introdução ............................................................................................... 107 

7.2 Análise dos resultados e conclusões ........................................................... 108 

7.3 Sugestões para extensões e trabalhos futuros ............................................... 111 

REFERÊNCIAS BIBLIOGRÁFICAS......................................................................113 

APÊNDICE A – CARACTERÍSTICAS DA IMU e RECEPTOR GPS. ................119 

APÊNDICE B – Matriz de derivadas parciais H......................................................121 

 
 
 



 

 1

1 INTRODUÇÃO 

1.1 Apresentação do tema 

Atualmente, com a disponibilidade de receptores NAVSTAR-GPS (NAVgation Satellite 

with Time and Ranging), ou simplesmente GPS (Global Positioning System), que 

atendem a uma ampla gama de aplicações e preços, a tecnologia GPS domina o 

mercado de posicionamento e navegação (POS/NAV). O sistema, além de ser 

globalmente disponível, é altamente portável, possui baixo consumo de potência e é 

adequado para integração com outros sensores. Estas características fazem com que 

novas aplicações de baixo custo surjam constantemente, ou aquelas já consideradas 

tradicionais se tornem mais acessíveis, sendo possível citar dentre outras: navegação 

veicular terrestre, aérea, marítima e fluvial; cartografia; meio ambiente; robótica; 

agricultura; aplicações militares; lazer; e esportes. 

A necessidade de sistemas de posicionamento e navegação alternativos só ocorre porque 

o GPS não trabalha em todos os ambientes, ou pode trabalhar de forma inadequada. Ou 

seja, um sistema de navegação baseado somente na utilização do GPS pode não operar 

satisfatoriamente em ambientes com obstáculos artificiais (por exemplo, construções 

civis) ou naturais (florestas, montanhas, vales) ou em ambientes sujeitos à intensa 

interferência radiométrica, proposital ou não, que podem degradar ou bloquear 

parcialmente ou totalmente o sinal proveniente dos satélites; ou em situações dinâmicas 

onde o posicionamento da antena pode ser desfavorecido por estar sujeito a 

deslocamentos, curvas, etc. 

Diferentes soluções para a integração de sensores ou base de dados (map matching) são 

constantemente propostas para suprir a falta de informações na porção do tempo onde o 

GPS não opera (EL-SHEIMY; NIU, 2007). A integração das informações do GPS com 

um sistema de navegação inercial, ou INS (Inertial Navigation System), é uma 

alternativa de solução dos problemas citados anteriormente. Durante a ausência de sinal 

do GPS, um sistema de navegação inercial pode prover informações para navegação. 

Um sistema de navegação inercial é composto de uma unidade de medida inercial ou 



 

 2

IMU (Inertial Measurement Unit), que é composta por um arranjo de acelerômetros e 

giroscópios, e de um processador de informações. Porém a deriva dos giroscópios e o 

erro sistemático dos acelerômetros causam degradação na solução de navegação 

(TITTERTON; WESTON, 2004). 

Portanto GPS e INS são sistemas complementares. As informações do GPS 

(posicionamento, velocidade e tempo) permanecem estáveis por longos períodos, e 

quando o sinal de recepção é interrompido e/ou a geometria dos satélites não está dentro 

de limites aceitáveis, pode ser integrado ao sistema de navegação inercial. As posições e 

velocidades derivadas do sistema GPS são medidas externas que podem atualizar o INS 

melhorando sua estabilidade e precisão de longo termo.  

IMUs de baixo custo são possíveis graças à tecnologia Micro Electrical Mechanical 

Systems ou MEMS, também conhecida como Micro System Technology (MST), que é 

empregada na fabricação de diversos tipos de sensores comerciais. Os sensores inerciais 

MEMS, giroscópios e acelerômetros, apresentam vantagens em relação ao peso, 

dimensão, resistência ao impacto, consumo de energia e custo reduzido, pois podem ser 

fabricados em grande escala (YAZDI et al., 1998). Porém, quando comparados com 

sensores convencionais, os MEMS exibem erros bem maiores, em especial as derivas e 

nível de ruído dos giroscópios.  

Técnicas estocásticas são tradicionalmente utilizadas para estimar, compensar e limitar 

os erros dos sensores inerciais e para integrar o sistema GPS/INS, sendo o filtro de 

Kalman o método mais utilizado na integração entre GPS, sensores inerciais da IMU e o 

INS (FARREL; BARTH, 1998).  O filtro de Kalman possui a capacidade de incorporar 

todas as medições disponíveis, contanto que a dinâmica (modelo) do sistema e dos 

sensores seja bem estabelecida; que exista uma descrição estatística dos ruídos do 

sistema, dos erros de medições e incertezas dos modelos; e que sejam conhecidas as 

condições iniciais das variáveis de interesse. Nos períodos quando o sinal GPS não está 

disponível, o filtro opera somente na fase de propagação com aumento da incerteza nas 

estimativas.  
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Uma abordagem proposta para reduzir o impacto de tais limitações é a incorporação de 

técnicas de inteligência artificial (IA) nos algoritmos de integração, gerando assim 

soluções híbridas (CHIANG; EL-SHEIMY, 2005). Este é o tema principal proposto 

para este trabalho, que aborda o emprego de redes neurais artificiais no auxílio aos 

sistemas inerciais de baixo custo, nos períodos de tempo em que não é possível utilizar 

as informações do GPS.  

1.2 Revisão bibliográfica 

Redes neurais artificiais se constituem em uma técnica de inteligência artificial com 

capacidade de aprender, por meio de exemplos, e de generalizar as informações 

aprendidas. São capazes de atuar, dentre outras características importantes, como 

mapeadores universais de funções multivariáveis, possuem capacidade de auto-

organização e de processamento temporal. A forma mais comum de utilização das RNA 

é o aprendizado por meio de um conjunto de dados, e suas principais aplicações são 

(BRAGA et al., 2007; HAYKIN, 2001; NORGAARD et al., 2000): classificação 

(reconhecimento de caracteres e imagens, diagnóstico e detecção de falhas, por 

exemplo); categorização (agrupamento ou clustering, mineração de dados e 

agrupamento de seqüência de DNA, por exemplo); aproximação (mapeamento das 

variáveis de entrada e saída de funções contínuas); previsão; otimização e controle de 

sistemas dinâmicos.  

Uma etapa fundamental no uso das RNA é o aprendizado, que consiste em um processo 

iterativo de ajuste dos parâmetros da rede que armazenam, ao final da etapa, o 

conhecimento adquirido a partir de um ambiente externo, ou seja, a partir dos dados de 

treinamento. Neste trabalho é explorado o filtro de Kalman no treinamento das RNA. O 

filtro de Kalman estendido é base para métodos de treinamento alternativos aos métodos 

tradicionais como, por exemplo, o Levenberg-Marquardt e Gradiente Conjugado 

(HAYKIN, 2001), com a possibilidade de assumir uma arquitetura que aceita a 

apresentação de dados de treinamento de uma forma seqüencial, ao contrário dos outros 

métodos citados que trabalham com dados em lote (batch mode). O método foi, 

inicialmente, proposto por Singhal e Wu (1989) para redes neurais multicamadas 
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estáticas, e visto como um problema de identificação para um sistema não linear. 

Embora tenha apresentado bons resultados em relação à convergência em poucas 

iterações, o método era, na época, computacionalmente complexo para redes neurais 

com muitos parâmetros, uma vez que a dimensão da matriz de covariância cresce com o 

quadrado do número de parâmetros. O método se tornou a base de uma família de 

técnicas de treinamentos com inúmeras derivações propostas para seu melhoramento, 

tanto em relação ao desempenho como sua extensão às redes recorrentes (IIGUNI et al., 

1992; PUSKORIUS; FELDKAMP, 1991; RIOS NETO, 1995, 1997; SHAH; 

PALMIERI, 1990). 

A abordagem do uso de RNA em navegação inercial, como em outras aplicações, 

implica ser necessária, na fase de projeto, a definição da classe de RNA, da sua 

arquitetura, do algoritmo de treinamento on-line e off-line, do critério de parada para o 

treinamento, e a seleção de sinais de entrada e saída. O ponto em comum entre as 

diversas concepções é a existência de dois modos de operação básicos: o modo 

treinamento, enquanto o sinal GPS está disponível, e o modo predição, quando o sinal 

GPS está indisponível ou degradado. 

Ao longo da última década várias classes de RNA foram investigadas em aplicações 

voltadas à navegação inercial. As mais comuns, perceptrons de múltiplas camadas, ou 

MLPs (multilayer perceptrons), serão revisadas com mais detalhes no presente trabalho. 

Porém, devem ser citadas a rede mapa auto-organizável ou SOM, de self-organizing 

map, investigada por Forrest et al. (2000) para a fusão de sensores inerciais; a rede de 

Hopfield, estudada por Shi et al. (2005), na estimação de estado de um sistema 

INS/GPS; e por último a rede de função de base radial, ou RBF, proposta por Noureldin 

et al. (2004), treinada para predizer o erro de posicionamento na ausência de sinal GPS.  

A primeira referência encontrada sobre o assunto, Dumville e Tsakiri (1994), investiga a 

integração, via RNA, entre as informações de um GPS diferencial (DGPS) e um sistema 

DR (dead-reckoning) composto por odômetro e bússola, para um veículo terrestre em 

uso urbano. A arquitetura proposta foi uma MLP com uma camada oculta e 

retropropagação de erros com base na regra Delta generalizada.  
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Ibrahim et al. (2000) apresentaram um esquema de integração INS/DGPS para veículo 

de uso terrestre utilizando redes MLP com duas camadas ocultas. Duas redes foram 

treinadas para direções nas coordenadas norte e leste, de forma desacoplada. O método 

de treinamento utilizado foi o filtro de Kalman. 

Chiang e El-Sheimy (2002), e de maneira similar Chiang et al. (2003), propuseram uma 

rede MLP para a fusão de dados entre um sistema de navegação inercial, INS, e DGPS. 

A arquitetura proposta foi uma MLP, com uma camada oculta e retropropagação de 

erros com o algoritmo do gradiente conjugado e regra Delta generalizada. O sistema foi 

testado num veículo terrestre e duas classes de IMU foram utilizadas, uma classe tática 

(Honeywell HG1700) e outra classe navegação (Litton LTN 90-100).  

Wang e Gao (2003) investigaram um sistema de navegação inercial de baixo custo, 

composto por um conjunto de dois acelerômetros MEMs (ADLX202E), uma bússola 

digital (Honeywell HMR3300) calibrada, e auxiliado por GPS (JAVAD-Legacy). O 

sistema foi proposto para veículo terrestre urbano utilizando um algoritmo de navegação 

restrito, ou seja, com equações de navegação reduzidas objetivando a redução de erros. 

Foi proposta uma RNA, do tipo MLP, com uma camada oculta.  

El-Sheimy et al. (2006) propuseram duas arquiteturas de RNA, do tipo MLP, com 

algoritmo do gradiente conjugado, para integrar um sistema de navegação inercial com 

um DGPS. Testes em campo foram realizados com uma IMU Honeywell 1700 e um 

NovAtel GPS 600 montados num veículo terrestre de uso urbano. A primeira 

arquitetura proposta foi denominada PUA de Position Update Architecture. A segunda 

arquitetura proposta contém duas RNA operando em paralelo, a PUA, mencionada 

anteriormente, e a VUA, de Velocity Update Architecture, e é denominada PVUA. A 

conclusão apresentada foi que ambas as soluções PUA e PVUA apresentaram um 

resultado melhor que a solução por filtro de Kalman, durante o período de ausência de 

sinal do DGPS.  

Chiang et al., 2004 propuseram um método para ajuste on-line dos pesos sinápticos de 

uma RNA, com arquitetura MLP, utilizada para integrar um sistema de navegação 

inercial com um DGPS. O método é chamado de window-based weight updating 
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method. O método considera que os pesos acumulados anteriormente são aplicados 

como pesos iniciais para uma nova partida (missão) e ajustados em certos intervalos de 

tempo, as “janelas”, nos quais o sinal DGPS está disponível. Nestes intervalos, certa 

quantidade de informações é utilizada no modo de treinamento por lote, e um novo 

conjunto de pesos é acumulado e utilizado para inicializar o treinamento na próxima 

“janela”. Se o sinal DGPS fica indisponível o último conjunto de pesos é utilizado na 

RNA no modo predição. Se o procedimento é aplicado pela primeira vez, os pesos 

podem ser inicializados aleatoriamente.  

Chiang et al. (2006) e Huang e Chiang (2007), sugerem a integração de um sistema de 

navegação inercial e um DGPS, utilizando as Redes Neurais Construtivas (RNC). 

Dentre os vários algoritmos construtivos existentes, foi utilizado o Cascade-

Correlation, ou CasCor, proposto por Fahlman e Lebiere (1990). O princípio comum 

das RNC é começar como uma pequena rede e adicionar neurônios e camadas ocultas, 

conforme necessário, durante a fase de treinamento, utilizando algoritmos especiais. 

Palma Neto e Nicoletti (2005) fornecem mais detalhes sobre os algoritmos das RNC.  

Kaygiziz (2004) e posteriormente Kaygiziz et al. (2007), propuseram um esquema no 

qual uma rede MLP é treinada, para que na ausência do sinal GPS a RNA, previamente 

treinada, estime os dados de posição para a INS utilizando a estrutura do filtro de 

Kalman empregada na integração GPS/INS. O esquema proposto foi testado num 

veículo terrestre de uso urbano. O esquema proposto para a RNA é composto de três 

MLP paralelas, uma para cada direção, e que recebe os mesmos sinais de entrada. O 

algoritmo de treinamento utilizado foi o Levenberg-Marquardt. 

Chiang e Huang (2008) modificaram seus trabalhos anteriores, (CHIANG et al., 2004; e 

EL-SHEIMY et al., 2006), visando melhorias na capacidade de generalização. Foi 

proposta uma variação na arquitetura da RNA, em relação à utilizada anteriormente, 

denominada PVAUA (position, velocity and azimuth update). A arquitetura PVAUA 

consiste em três MLP operando em paralelo. Para melhorar a capacidade de 

generalização da rede, foi proposto uma base de dados chamada NAVi (navigation 

information database) para guardar o conhecimento adquirido durante o treinamento e 
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prover memória de longo prazo ao sistema. O NAVi é constituído pelos pares de 

treinamento (vetores de entrada e correspondentes de saída) e pelos pesos de cada rede. 

Noureldin et al. (2010) trabalham com o conceito de rede neural dinâmica com entradas 

atrasadas (Input-Delayed Neural Network, IDNN), aplicadas na integração de sistemas 

INS/GPS. O trabalho aborda o uso de elementos de entradas atrasadas, na camada de 

entrada da RNA, de forma que sua modelagem é baseada nos padrões de treinamento 

atuais e passados, ou atrasados, com dependência do tempo.  

De Boer et al. (2009) implementa uma estratégia para o uso de RNA na compensação 

dos erros de navegação, de uma IMU baseada em sensores MEMS, nos cenários críticos 

em que o GPS não funciona. É utilizada uma RNA do tipo MLP, treinada pelo 

algoritmo backpropagation, num esquema online baseado no movimento atrasado no 

tempo do veículo, enquanto há informação do GPS. São apresentados resultados para o 

veículo parado, com velocidade constante e numa trajetória real. 

Aggarwal et al. (2010) revisa, no Capítulo 7 do livro, o papel das redes neurais 

artificiais no campo da navegação integrada baseada em sensores MEMS. São 

apresentados os princípios básicos e diferentes tipos de RNA; bem como algumas 

abordagens, técnicas e análise na utilização das RNA na navegação inercial. 

1.3 Objetivo e organização do trabalho 

Como mencionado anteriormente, técnicas de IA podem ser utilizadas para a 

compensação de erros em sensores inerciais de baixo custo, quando informações 

provenientes do GPS não forem disponíveis. Neste contexto, o objetivo geral proposto 

para este trabalho é utilizar uma rede neural artificial (RNA), para que seja treinada 

enquanto existe sinal de GPS, e utilizada para predizer, com compensação dos erros da 

IMU, a posição de um veículo quando da ausência do sinal GPS, ou seja, assumindo a 

função de navegador do sistema. De uma forma mais detalhada, propõem-se então os 

seguintes objetivos específicos: 
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a) Propor, implementar e testar algoritmos, baseados em RNA, que 

possibilitem a compensação de erros de posicionamento de um sistema de 

navegação inercial auxiliado por GPS, baseado em IMUs de baixo custo, 

garantindo desempenho adequado nos períodos de ausência do sinal GPS. 

b) Modelar uma RNA dedicada à navegação inercial, definindo: os sinais de 

entrada e saída, seus modos de operação, e formas de apresentação dos 

padrões de treinamento. 

c) Implementar algoritmos baseados em estimação linear ótima, em especial o 

filtro de Kalman, para o treinamento off-line e on-line da RNA . 

d) Implementar procedimento adaptativo com o objetivo de melhorar o 

resultado da aprendizagem. 

Este trabalho está organizado de acordo com a seqüência de capítulos descrita a seguir. 

O Capítulo 2 contém os fundamentos de navegação inercial, com o objetivo de deduzir 

as equações diferenciais simplificadas, de navegação para um veículo terrestre de uso 

urbano, e que servirão para a modelagem da RNA a ser utilizada ao longo deste 

trabalho. 

No Capítulo 3 estão apresentados os elementos de redes neurais artificiais, em especial 

as redes alimentadas adiante, do tipo perceptron de múltiplas camadas (MLP).  

Os conceitos de treinamento de RNA e do algoritmo de retropropagação são 

apresentados, preparando e antecedendo a discussão da abordagem de treinamento com 

o filtro de Kalman adaptativo, a ser feita no Capítulo 4. 

No Capítulo 4 é descrita, inicialmente, a abordagem de treinamento de RNA com o 

filtro de Kalman estendido. Na sequência, é apresentada a solução adaptativa, com a 

estimação do ruído de estado. Finalmente, é proposto um algoritmo para pré-filtragem 

dos sinais utilizados para padrões de treinamento, também na forma de um filtro de 

Kalman. 
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No Capítulo 5 são definidos os sinais de entrada e saída da RNA dedicada para 

navegação inercial, tendo como justificativa as equações de navegação simplificadas, 

apresentadas no Capítulo 2. Na sequência são descritos os modos de operação da RNA: 

predição e treinamento. Por fim são propostos métodos de treinamento, para a RNA 

dedicada à navegação, e formas de apresentar os padrões de treinamento. 

No Capítulo 6 os algoritmos e métodos propostos são analisados por simulação 

numérica, utilizando dados reais obtidos de uma IMU e receptor GPS montados num 

veículo urbano. Os resultados preliminares são apresentados na forma de erros de 

posicionamento do veículo, com a RNA no modo predição, ou seja, durante o intervalo 

de tempo sem sinal GPS. 

Finalmente, a discussão dos resultados obtidos e sugestões para extensão deste trabalho, 

são apresentadas no Capítulo 7. 
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2 FUNDAMENTOS DE NAVEGAÇÃO INERCIAL 

Este capítulo apresenta os principais conceitos envolvidos neste trabalho, com relação 

aos sistemas de coordenadas e navegação inercial, com o objetivo de auxiliar a 

modelagem da rede neural a ser utilizada nos próximos capítulos.  

2.1 Sistema de posicionamento global – GPS 

Como mencionado anteriormente, o GPS ou NAVSTAR-GPS é um sistema de radio 

navegação, de abrangência global, desenvolvido pelo Departamento de Defesa dos 

Estados Unidos da América. Sua concepção permite que um usuário, em qualquer local 

na superfície terrestre, tenha à sua disposição um número mínimo de satélites que 

possibilite a estimativa da sua posição em tempo real e sob diversas condições 

climáticas. O GPS consiste de três segmentos principais: o segmento espacial, que é a 

constelação de satélites distribuídos em seis planos orbitais e que transmitem sinais de 

navegação gerados a bordo; o segmento de controle, composto por estações terrestres 

monitoras cuja tarefa é a monitoração, controle e manutenção dos satélites; e o 

segmento de usuários, constituído pelos receptores GPS da comunidade de usuários 

civis e militares. A descrição, fundamentos e aplicações da tecnologia GPS podem ser 

encontrados em Monico (2000), Greenspan (1996) e Kaplan (2006), entre outras. 

2.2 Sistemas de coordenadas 

Os estados de um sistema de navegação, posição, velocidade e atitude, são definidos 

com referência a diferentes sistemas de coordenadas, os quais permitem que medidas de 

sensores inerciais ou estimativas da posição da antena de um receptor GPS sejam 

relacionadas com as direções cardinais da Terra, ou seja, com coordenadas que tenham 

significado físico em se tratando de navegação nas proximidades da superfície Terrestre. 

A Figura 2.1 ilustra os sistemas utilizados neste trabalho: 
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Figura 2.1 - Sistemas de coordenadas. 

                                                                  Fonte: adaptado de Titterton e Weston (2004). 

2.2.1 Sistema Inercial (i) 

Num sistema referencial inercial são válidas as Leis de Newton, a partir das quais as 

equações de navegação são derivadas. Também chamado de ECI (Earth-Centered 

Inertial), o referencial inercial possui as seguintes características:  

a) Origem no centro de massa da Terra;  

b) Eixo iZ  é paralelo ao eixo de rotação da Terra e aponta para o norte 

geográfico; 

c) Eixo iX  aponta para o equinócio vernal; 

d) Eixo iY  completa um sistema ortogonal dextrogiro. 

2.2.2 Sistema Terrestre (e) 

Também chamado de ECEF (Earth-Centered, Earth-Fixed), o referencial Terrestre 

possui as seguintes características: 

a) Origem no centro de massa da Terra; 
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b) Eixo eZ  é paralelo ao eixo de rotação da Terra e aponta para o norte 

geográfico; 

c) Eixo eX  aponta para a intersecção entre o Equador da Terra e o meridiano 

de Greenwich; 

d) Eixo 
eY  completa um sistema dextrogiro. 

Ou seja, possui a mesma origem que o sistema ECI, mas gira com a velocidade de 

rotação da Terra (Ω ). 

2.2.3 Sistema de Navegação (n) 

Também chamado de nível local ou LTP (Local Tangent Plane), este referencial de 

navegação possui as seguintes características: 

a) Origem no C.G. do veículo; 

b) Eixo nZ  aponta para baixo, perpendicularmente ao plano local tangente ao 

elipsóide de referência; 

c) Eixo nX  aponta para o norte geográfico; 

d) Eixo nY  aponta para o leste geográfico. 

Com essas características, o sistema LTP também é chamado de coordenadas NED 

(North-East-Down), de acordo com Grewall et al. (2001). Caso o eixo Zn apontasse para 

cima seria chamado de coordenadas ENU (East-North-Up). A mecanização no sistema 

LTP é frequentemente utilizada para propósitos de navegação, pois sua saída pode ser 

transformada nas coordenadas geográficas de latitude, longitude e altitude.  

2.2.4 Sistema do Veículo (b) 

O sistema referencial de coordenadas do veículo, também conhecido como do corpo, 

possui as seguintes características: 



 

 14

a) É rigidamente preso ao C.G. do veículo; 

b) Eixo 
b

X  é longitudinal, contido no plano de simetria do veículo e aponta 

na direção preferencial do seu movimento. 

c) Eixo 
b

Z  é ortogonal ao eixo bX , também contido no plano de simetria do 

veículo e aponta para baixo na direção do seu fundo; 

d) Seu eixo 
b

Y completa um sistema de coordenadas ortogonal dextrogiro. 

A notação [u, v, w]T, ao invés de [
b

X ,
b

Y ,
b

Z ]T, também é utilizada em aplicações 

aeronáuticas para representar o vetor velocidade da aeronave relativo ao sistema do 

corpo. Nos eixos do sistema de coordenadas do veículo são definidos os movimentos 

angulares que definem sua atitude, conhecidos como ângulos de rolamento, arfagem e 

guinada (roll, pitch, yaw ou heading). 

As velocidades angulares, medidas pelos giroscópios, são denotadas por [p, q, r] e são 

positivas de acordo com a regra da mão direita, conforme mostrado na Figura 2.2. 

 
Figura 2.2 - Sistema referencial do veículo. 

                                                              Fonte: adaptado de Farrel e Barth (1998). 

2.2.5 Transformação entre os sistemas do Veículo e de Navegação 

Existem métodos que representam e implementam transformações de coordenadas 

através de rotações planares, tais como os Ângulos de Euler, Matrizes de Cossenos 
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Diretores (DCM) e Quatérnios. Os Ângulos de Euler relacionam medidas em dois 

sistemas de coordenadas através de uma série de três rotações ortogonais entre os eixos 

dos sistemas. A forma analítica final da matriz de transformação depende da ordem com 

as quais as rotações são tomadas, sendo comum a seguinte ordem (FARREL; BARTH, 

1998 e TITTERTON; WESTON, 2004): 

a) Rotacionar, positivamente, o eixo de referência Z, de uma rotação finita 

( )ψ
Z

R , com um ângulo ψ ; 

b) Rotacionar o eixo resultante Y’ de uma rotação finita ( )θ
'Y

R , de um 

ânguloθ ; 

c) Rotacionar o eixo resultante X’’ de uma rotação finita ( )φ
''X

R , de um 

ângulo φ . 

Ou seja, 

( ) ( ) ( )ψθφ
ZYX

b

n
RRRR

'''
=                                                                                   (2.1) 

















−+
+−

−
=

θφφψθφψφψθφψ
θφφψφθψφψψθφ

θψθψθ

ccscscsssscc

csccssscscss

ssccc
b

n
R                              (2.2) 

Como a matriz 
b

n
R  é ortogonal a relação 

T
b

n

1
b

n

n

b







=






=
−

RRR , então 

















−
+−+

++−
=

θφθφθ
ψθφψφψθφψφψθ

ψθφψφψθφψφψθ

cccss

ssccssssccsc

cscsscsssccc
n

b
R                       (2.3) 

onde c denota cosseno, s denota seno e 
n

b
R  denota a matriz de rotação que transforma 

do Sistema de Coordenadas do Veículo (b), ou Corpo, para o Sistema de Navegação (n). 
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Os ângulos ψθφ ,,  são conhecidos como Ângulos de Euler e correspondem aos ângulos 

calculados ou medidos a partir de sensores, usualmente giroscópios (roll, pitch, yaw). 

A transformação entre os Sistemas Terrestre e de Navegação é dada por: 

( )λπϕ
ZY

n

e 2 RRR 




 −−=                                                                                 (2.4) 

















−−−
−

−−
=

ϕλϕλϕ
λϕ

ϕλϕλϕ

ssccc

cs

ccscs

0
n

e
R                                                                   (2.5) 

onde ϕ  denota a latitude geodésica e λ  a longitude geodésica, e novamente s denota 

seno e c denota cosseno. 

O efeito da velocidade de rotação da Terra é observado por 
e

ie
ω , ou seja, a velocidade 

do sistema referencial Terrestre em relação ao inercial, expressa no sistema Terrestre. 

T

e

e

ie
00





= ωω                                                                                            (2.6) 

Expressa no sistema de navegação, toma a seguinte forma: 



















−
==

ϕω

ϕω

sen

0

cos

e

ee

ie

n

e

n

ie
ωRω                                                                                (2.7) 

onde 
5

e
1029211587

−
×= ,ω  rad/s é a magnitude da rotação da Terra. 

O vetor 
n

en
ω  denota as velocidades angulares do Sistema de Navegação em relação ao 

Sistema Terrestre, expressas no sistema de navegação, e que são obtidas em função da 

taxa de variação da latitude e longitude (FARREL; BARTH, 1998 e TITTERTON; 

WESTON, 2004): 
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















−
−=



















=
ϕλ

ϕ
ϕλ

ω
ω
ω

sen

cos

D

E

Nn

en
&

&

&

ω                                                                                     (2.8) 

onde, 

ϕ
λ

coshR

v

N

E







 +

=&                                                                                              (2.9) 







 +

=
hR

v

M

Nϕ&                                                                                                     (2.10) 

Resultando em: 









































 +

−







 +

−







 +

=



















=

hR

tanv

hR

v

hR

v

N

E

M

N

N

E

D

E

Ne

en

ϕ
ω
ω
ω

ω ,                                                                              (2.11) 

onde o vetor 
e

en
ω denota as velocidades angulares do Sistema de Navegação em relação 

ao Sistema Terrestre e expressas também no Sistema Terrestre, h é a altitude do C.G. do 

veículo em relação à superfície do elipsóide, MR  é o raio de curvatura meridional e NR  

o raio de curvatura transversal, definidos por (FARREL; BARTH, 1998 e 

TITTERTON; WESTON, 2004): 

21
22N

sene1

a
R

/








 −

=

ϕ
                                                                                   (2.12) 
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23
22

2

M

sene1

e1a

R
/








 −








 −
=

ϕ
                                                                                   (2.13) 

Com relação às Equações 2.12 e 2.13, e ao elipsóide de referência, e denota sua 

excentricidade e a o seu semi-eixo maior. 

Finalmente o vetor 
n
inω , que descreve as velocidades angulares do Sistema de 

Navegação em relação ao inercial, expressas no referencial de navegação, é dado por: 

n
en

n
ie

n
in ωωω +=                                                                                                 (2.14) 









































 +

−−







 +

−







 +

+

=

hR

tanv
sen

hR

v

hR

v
cos

N

E

e

M

N

N

E

e

n

in

ϕ
ϕω

ϕω

ω                                                                          (2.15) 

2.3  Equações de navegação inercial 

Navegação inercial pode ser definida como o processo de estimar, ao longo do tempo, a 

posição e velocidade, linear e angular, de um veículo, com relação a um sistema de 

referência (coordenadas) adequado, através de medições feitas por uma unidade de 

medida inercial, IMU, composta por acelerômetros, para medir forças específicas 

lineares, e giroscópios, ou girômetros, para medir as velocidades angulares do veículo 

em questão.  

Sistemas de navegação inercial tipo strapdown, ou SINS (strapdown inertial navigation 

system), utilizam arranjos de acelerômetros e giroscópios rigidamente montados nos 
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eixos dos veículos. As informações de atitude e posicionamento são integradas a partir 

das medidas da velocidade angular e da força específica, descritas num sistema de 

coordenadas conveniente. Essa integração, também chamada de mecanização das 

medidas inerciais, pode ser feita em diferentes sistemas de coordenadas. Os conceitos e 

tecnologia de SINS são amplamente abordados em Titterton e Weston (2004), Farrel e 

Barth (1998) e Grewal et al. (2001). A Figura 2.3 mostra um esquema simplificado da 

mecanização de um INS. 

 
Figura 2.3 – Fluxograma simplificado de um sistema de navegação inercial 

No Sistema de Navegação (LTP), as coordenadas de posição (latitude, longitude e 

altitude) são dadas, respectivamente, por: 

[ ]Tn
hλϕ=p                                                                                             (2.16) 

Cujas derivadas são denotadas por: 

[ ]Tn
h&&&& λϕ=p                                                                                              (2.17) 

As velocidades do veículo, expressas no sistema de navegação nas coordenadas NED, 

são representadas por: 

T

DEN

n
vvv




=v                                                                                     (2.18) 

A relação entre 
n

v  e 
n

p&  é dada pelas seguintes equações (FARREL; BARTH, 1998 e 

TITTERTON; WESTON, 2004): 
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( )






































−







 +







 +

=



















=
h100

0coshR0

00hR

v

v

v

N

M

D

E

Nn

&

&

&

λ
ϕ

ϕv                                  (2.19) 



















=
















=
−

D

E

N1n

v

v

v

h

Dp
&

&

&

& λ
ϕ

                                                                                         (2.20) 

onde, 

( )





























−







 +







 +

=
−

100

0
coshR

1
0

00
hR

1

N

M

1

ϕ
D                                                   (2.21) 

As equações de mecanização, descritas no sistema de navegação, são dadas por 

(FARREL; BARTH, 1998 e TITTERTON; WESTON, 2004): 

nnn

en

n

ie

bn

b

n
2 gvωωfRv +×







 +−=& ,                                                            (2.22) 

onde 
n

g  é o vetor gravidade e 
b

f  denota o vetor força específica, computado a partir 

das medições acelerométricas f
~

 da IMU: 



















−



















=

w

v

u

w

v

ub

b

b

b

f

f

f

~

~

~

f ,                                                                                             (2.23) 
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O vetor 
T

wvu
bbb





 ,,  representa as correções, ou bias, estimadas durante o processo 

de navegação. 

 A matriz de transformação 
n

b
R  é obtida pela seguinte equação diferencial: 

b

nb

n

b

n

b
ΩRR =& ,                                                                                                    (2.24) 

onde, Ω  denota a forma, ou matriz, anti-simétrica de um vetor, e 
b

nb
Ω  é dada por: 

b

in

b

ib

b

nb
ΩΩΩ −= .                                                                                               (2.25) 

Então, 








 −=
b

in

b

ib

n

b

n

b
ΩΩRR& .                                                                                      (2.26) 

A computação da Equação 2.26 pode ser crítica em sistemas do tipo strapdown, 

especialmente em aplicações que exigem atualização da atitude em alta freqüência. 

Neste caso são utilizados métodos mais elaborados, do que a simples integração direta, 

com o objetivo de preservar as propriedades de ortogonalidade da matriz de rotação, 

bem como tornar os cálculos mais robustos e eficientes do ponto de vista computacional 

(TITTERTON; WESTON, 2004). 

A matriz 
b

ib
Ω  é obtida a partir das medições giroscópicas 

b

ib
ω
~ da IMU: 



















−
















=

r

q

pb

ib

b

b

b

r

q

p

~

~

~

~
ω                                                                                                (2.27) 
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O vetor 
T

rqp
bbb 







,,  representa as correções, ou derivas, estimadas durante o processo 

de navegação. 

Os Ângulos de Euler também podem ser obtidos por integração direta das seguintes 

equações diferenciais (FARREL; BARTH, 1998): 





































−=
















r

q

p

cos

cos

cos

sen
0

sencos0

tancostansen1

θ
φ

θ
φ

φφ
θφθφ

ψ
θ
φ

&

&

&

                                                         (2.28) 

Resumindo, as equações diferenciais para um sistema de navegação inercial, descrito no 

sistema LTP, são dadas por: 
































 −

+×






 +−=



















 −

b

in

b

ib

n

b

nnn

en

n

ie

bn

b

n1

n

b

n

n

2

ΩΩR

gvωωfR

vD

R

v

p

&

&

&

,                                                    (2.29) 

onde 
1−

D é descrito pela Equação 2.21. Para aplicações onde o conhecimento preciso da 

gravidade não é necessário, é suficiente admitir sua variação em função da altitude 

(TITTERTON; WESTON, 2004): 

( )















−
=

hg

0

0
n

g                                                                                                      (2.30) 

( ) ( )
2

0
R

h
1

0g
hg
















+

= ,                                                                                              (2.31) 
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onde h denota altitude, 
0

R  é o raio médio de curvatura da Terra, e ( )0g , em [m/s2], é 

calculado em função da latitude ϕ , por (TITTERTON; WESTON, 2004): 

( ) 






 −+=
−−

ϕϕ 2sen1095sen1030245178031890g
2623

,,,                              (2.32) 

As equações de navegação, dadas em 2.29, definem o posicionamento, velocidade e 

atitude para um veículo genérico no Sistema de Navegação (LTP). O fluxo de 

informações contido nessas equações pode ser observado na Figura 2.4. 

 
Figura 2.4 – Fluxograma do INS no referencial de navegação. 

2.4 Equações simplificadas de navegação inercial para um veículo terrestre 

Neste trabalho os conceitos de RNA serão testados no posicionamento de um veículo 

terrestre de uso urbano. Portanto sua modelagem, relativa aos sinais de entrada e saída e 

ao modo de operação, deverá refletir adequadamente a dinâmica do veículo em questão. 

Um modelo cinemático simplificado pode ser obtido a partir das equações completas de 

navegação, apresentadas anteriormente, quando se incorporam algumas simplificações, 

ou restrições que, de acordo com Brandt e Gardner (1998) e Dissanayake et al. (2001), 

podem ser: 

a)  A direção da velocidade do veículo coincide com a direção do seu eixo 

longitudinal ( bX  ou u); 
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b)  Os ângulos de rolamento (roll ) e arfagem (pitch), relativos à superfície 

Terrestre, são considerados pequenos; 

c)  O veículo sempre permanece em contato com a superfície Terrestre; 

d)  Os efeitos da rotação da Terra são pequenos e o vetor gravidade varia 

pouco, considerando que ambos os efeitos não são adequadamente 

mensuráveis em sensores inerciais MEMS de baixo custo. 

O sistema de equações inerciais pode então ser reescrito, somente para as coordenadas 

NED e considerando as restrições citadas anteriormente. Da restrição descrita pelo item 

d: 

T

DEN

n
ppp





=r                                                                                   (2.33) 

nbn

b

n
gfRv +=&                                                                                                 (2.34) 

[ ]Tψθφ &&&& =Φ                                                                                              (2.35) 

[ ]Tb

ib
rqp=ω                                                                                             (2.36) 





















−=

θ
φ

θ
φ

φφ
θφθφ

cos

cos

cos

sen
0

sencos0

tancostansen1
n

b
C                                                                 (2.37) 

As equações acima podem ser reagrupadas na seguinte forma: 





















+=



















b
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n

b

nbn

b

n

n

b

n

n

ωC

gfR

v

Φ

v

r

&

&

&

                                                                                       (2.38) 

Considerando as restrições descritas pelos itens a, c: 
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0vv
b

Z

b

Y
bb

==                                                                                                     (2.39) 

iv
rffb

X
vv

b

==                                                                                                  (2.40) 

onde i
r

, j
r

, k
r

 denotam os vetores unitários do referencial do veículo, e 
f

v é o vetor 

velocidade do veículo na direção do movimento i
r

. Derivando a Equação 2.40 é obtida 

a aceleração na direção do movimento: 








 ×+=+= iωiiiv
rr

&
&rr

&&
b

ib

fffff
vvvv                                                              (2.41) 

kjiv
rrr

&& wvrvv
ffff

−+=                                                                               (2.42) 

Pré-multiplicando a Equação 2.34 por 
b

n
R , as acelerações são reescritas no referencial 

do veículo: 

nb

n

bfnb

n
gRfvvR +== &&                                                                                  (2.43) 

Comparando as componentes de aceleração da Equação 2.42 com 2.43, obtém-se o 

seguinte conjunto de equações: 
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


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

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                                                                                  (2.44) 

Utilizando a Equação 2.2 para 
b

n
R : 

θsengfv
b

u

f
−=&                                                                                                (2.45) 

θφ cossengfrv
b

v

f
+=                                                                                      (2.46) 
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θφ coscosgfwv
b

w

f
−−=                                                                                 (2.47) 

A atitude [ ]Tψθφ=Φ do veículo pode ser obtida pela integração das Equações 

2.28, ou seja, 

( ) ( ) rtancosqtansenp θφθφφ ++=&                                                                  (2.48) 

rsenqcos φφθ −=&                                                                                             (2.49) 

r
cos

cos
q

cos

sen

θ
φ

θ
φψ +=&                                                                                          (2.50) 

O conjunto de Equações 2.45 até 2.50 descreve o modelo simplificado de navegação 

inercial para um veículo terrestre, considerando as restrições impostas anteriormente, e 

serão utilizadas na modelagem da RNA dedicada ao problema de navegação.  

Com relação às equações de atitude do veículo, observa-se que em torno de 

o
90 ±=θ existe indeterminação no rolamento do veículo (roll ). Porém, tal situação não 

se aplica a um veículo urbano sob condições normais de utilização. 

Considere as informações de posição e velocidade do veículo, no referencial de 

navegação, [ ]Tn
hλϕ=p  e 

T
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n
vvv
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


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Utilizando a Equação 2.3 para 
n

b
R : 

f

N
vcoscosv ψθ=                                                                                            (2.52) 

f

E
vsencosv ψθ=                                                                                             (2.53) 
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f

D
vsenv θ−=                                                                                                    (2.54) 

Considerando que o veículo está em movimento, são possíveis as seguintes observações 

com as informações do GPS: 

2
GPS

D

2
GPS

E

2
GPS

N

f
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
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v
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Uma questão que surge, principalmente na estimativa de 
GPS

ψ , é a determinação de 

velocidade zero, ou muito pequena, com base nas informações disponíveis. Ou seja, 

deve-se adotar um critério que defina se o veículo está em movimento ou não.  

Havendo a possibilidade de pós-processamento de dados, a detecção utilizada no 

chamado evento ZUPT (Zero Velocity Update) pode ser uma alternativa (GREJNER-

BRZEZINSKA et al., 2001): 

N
V

0

NN
kvv σ≤−                                                                                               (2.58) 

E
v

0

EE
kvv σ≤−                                                                                                (2.59) 

onde 
0

EN
v

,
 denota uma média empírica tomada das estimativas de velocidade do GPS 

para o veículo parado, e 
EN

v
,

σ  o correspondente desvio padrão. Em Grejner-Brzezinska 

et al. (2001), por exemplo, k = 3. 
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2.5 Integração dos sistemas GPS/INS 

O problema da integração de dados envolve um processo de estimação, ou seja, a 

obtenção de valores para um parâmetro ou estado de interesse, com base em regras de 

decisão cujo argumento é uma seqüência de informações. O filtro de Kalman é um 

estimador linear recursivo que computa, de forma ótima sob diversos critérios e 

hipóteses, uma estimativa de variância mínima de um estado que evolui no tempo, a 

partir de observações linearmente relacionadas com esse estado. É um procedimento 

que combina saídas ruidosas de sensores para estimar o estado de um sistema com 

incertezas dinâmicas. Um maior detalhamento da teoria sobre o filtro de Kalman pode 

ser encontrado em Rios Neto e Hemerly (2007) e Gelb (1974). 

No caso de um sistema de navegação os principais sensores são os giroscópios, 

acelerômetros, hodômetros, magnetômetros e os receptores GPS. Os estados do sistema 

nesse caso podem incluir posição, velocidade, aceleração e atitude de um veículo e as 

incertezas dinâmicas podem incluir distúrbios imprevisíveis no comportamento do 

veículo ou dos parâmetros dos sensores. A diferença entre as estratégias para a 

integração de dados entre GPS e INS num único sistema, reside no tipo de informação 

que é dividida entre as unidades individuais. Os tipos mais comuns de estratégia para 

acoplamento, encontradas na literatura, são chamados de fracamente acoplada e 

fortemente acoplada (Grewal et alli, 2001; Farrel e Barth, 1998). 

Num sistema fracamente acoplado (loosely coupled), o receptor GPS possui seu próprio 

filtro de Kalman para processar as próprias medidas que são utilizadas para calcular 

posições e velocidades, que são então combinadas com as posições obtidas pelo INS 

para formar um vetor de resíduos. Os resíduos obtidos são filtrados por um outro filtro 

de Kalman, que corrige o INS e IMU de um modo realimentado, de forma que os erros 

de navegação causados por bias e fator de escala dos acelerômetros e giroscópios são 

diminuídos. 
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Figura 2.5 – Sistema fracamente acoplado. 

                            Adaptado de: Grewal et alli, 2001. 

Na estratégia fortemente acoplada (tightly coupled), os filtros de Kalman individuais do 

receptor GPS e INS são combinados num único filtro integrado que compartilha as 

observações das pseudomedidas e medidas Doppler do GPS, bem como velocidades 

angulares e forças específicas. Neste caso, o vetor de estado inclui os erros do INS 

(posição, velocidade, atitude e erros dos acelerômetros), além dos novos estados 

representando erros do relógio do receptor GPS. 

 
Figura 2.6 – Sistema fortemente acoplado. 

                           Adaptado de: Grewal et alli, 2001. 
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3 FUNDAMENTOS DE REDE NEURAIS ARTIFICIAIS 

3.1 Introdução 

Redes neurais artificiais, ou simplesmente redes neurais, são sistemas paralelos e 

distribuídos compostos por unidades de processamento simples, chamados de neurônios 

artificiais, que computam determinadas funções matemáticas e possuem a propensão 

natural para armazenar conhecimento experimental e torná-lo disponível para o uso. Os 

neurônios são dispostos em uma ou mais camadas e interligados por um grande número 

de conexões.  

O conhecimento é adquirido por uma rede neural através de um processo de 

aprendizagem, ou treinamento, e é, na maioria dos modelos de RNA, armazenado em 

unidades chamadas de pesos sinápticos, os quais ponderam as entradas recebidas pelos 

neurônios da rede. A função do treinamento é modificar os pesos sinápticos, de uma 

forma ordenada, até que um objetivo pré-determinado seja alcançado.  

Um dos benefícios das RNA é a possibilidade de modelar sistemas complexos não-

lineares que envolvem o mapeamento de dados de entrada para dados de saída, sem o 

conhecimento anterior dos processos matemáticos que poderiam descrever o modelo em 

questão. Esta capacidade de aprender por meio experimental, ou por exemplos, e de 

generalizar seu conhecimento é a principal característica das RNA na solução de 

problemas. O conceito de generalização está associado à capacidade da RNA dar 

respostas adequadas para dados que não foram utilizados no seu treinamento.  

Uma RNA pode ser caracterizada então por (PALMA NETO; NICOLETTI, 2005): 

a) Seus processadores básicos, os neurônios; 

b) Uma função de ativação, que representa o estado de um neurônio; 

c) Um padrão de conexão existente entre os neurônios; 
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d) Um algoritmo de treinamento, ou aprendizado. 

O modelo de um neurônio básico é composto de três elementos, conforme ilustrado na 

Figura 3.1: 

a) Um conjunto de pesos sinápticos 
j

w , onde j se refere ao sinal de entrada; 

b)  Um somador para os sinais de entrada ponderados pelos pesos 
j

w , e 

bw
0

= , que é um bias aplicado externamente e que possui o efeito de 

aumentar ou diminuir a entrada líquida da função de ativação; 

c) Uma função de ativação ( )⋅f  que restringe a amplitude da saída de um 

neurônio. 

 

Figura 3.1 - Modelo de um neurônio. 

                                                                    Fonte: Adaptado de Haykin (2001). 

A saída do neurônio é dada por: 

( )xfy =                                                                                                                 (3.1) 

onde x , chamado de campo local induzido ou potencial de ativação, é o resultado do 

somador. Ou seja, 
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∑
=

=
n

0j
jj

xwx                                                                                                          (3.2) 

Os três tipos básicos de função de ativação são: função de limiar (Equação 3.3); função 

linear por partes (Equação 3.4) e função sigmóide (Equação 3.5) e suas variações, como 

a função tangente hiperbólica (tanh). 

( )






<
≥

=
0xse0

0xse1
xf                                                                                        (3.3) 

( )








≤
<<

≥
=

0xse0

1x0sex

1xse1

xf                                                                                   (3.4) 

( )
xa

e1

1
xf −

+
=                                                                                                       (3.5) 

As funções de ativações, mostradas anteriormente e definidas de 0 a +1, também podem 

ser reescritas para o intervalo de -1 a +1 (caso da tanh). 

O modo como o neurônio está disposto numa rede neural é chamado de arquitetura, ou 

estrutura, de rede. Em geral, as RNA podem ser classificadas em três classes de 

arquiteturas (HAYKIN, 2001): 

a) Redes alimentadas adiante com camada única: Os neurônios são dispostos 

na forma de camadas e na sua forma mais simples é constituída de uma 

camada de entrada externa de nós de fonte, que faz interface com o 

ambiente, e que se projeta sobre uma camada de saída de neurônios, as 

unidades de processamento, num caminho de direção única. 

b) Redes alimentadas adiante com múltiplas camadas: diferencia-se da classe 

anterior pela presença de uma ou mais camadas ocultas, cujos neurônios 

são chamados de ocultos. A função dos neurônios ocultos é estabelecer 

uma relação útil entre a camada de entrada e a de saída. A Figura 3.2 
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mostra as redes alimentadas adiante, ou feedforward, com e sem camadas 

ocultas. 

c) Redes recorrentes: são distintas das classes anteriores por ter pelo menos 

um laço de realimentação. 

 

Figura 3.2 - Redes alimentadas adiante (feedforward) 

                                                      Fonte: Adaptado de Haykin (2001). 

As redes alimentadas adiante, chamadas de perceptrons de múltiplas camadas (ou 

multilayer perceptron, MLP) têm sido utilizadas com sucesso para resolver diversos 

problemas difíceis, através do seu treinamento de forma supervisionada, com um 

algoritmo de retropropagação de erros (error backpropagation), e serão aplicadas no 

presente trabalho com um algoritmo de treinamento baseado no filtro de Kalman. 

3.2 Redes perceptron de múltiplas camadas (MLP) 

As redes MLP apresentam a configuração mínima de três camadas, entrada, oculta e 

saída, com, ao menos, um neurônio por camada. Na camada de entrada, os neurônios 

representam as variáveis de entradas independentes, e que se propagam para a próxima 

camada (oculta). Na camada oculta os neurônios realizam o processamento dos sinais, 

através das funções de ativação e das chamadas regras de propagação. Os sinais 

processados são distribuídos para a camada de saída, cujos neurônios representam as 

respostas da rede.  
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Normalmente a camada oculta contém funções de ativação não lineares (sigmoidais ou 

tanh) e suas saídas são combinadas linearmente na camada de saída. Uma propriedade 

importante das redes tipo MLP é que uma rede contendo apenas uma camada escondida, 

com funções de ativação sigmoidais, é capaz de aproximar qualquer função contínua 

arbitrária. Entretanto, o chamado Teorema da Aproximação Universal, não diz se a 

camada oculta é ótima no sentido de tempo de aprendizagem, facilidade de 

implementação, ou generalização (HAYKIN, 2001). A Figura 3.3 ilustra uma rede MLP 

de três camadas. 

 
Figura 3.3 – Rede MLP com uma camada oculta. 

Na Figura 3.3, 
j

x denota um sinal de entrada, 
k

ij
w  é o peso, da camada k, que conecta o 

sinal j ao neurônio i, e 
k

i
x representa as saídas da mesma camada k. A saída ( )ty

i
ˆ , da 

rede, onde t representa um instante discreto, é dada por: 

( ) ( )∑ ∑
= = 
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2
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As saídas 
k

i
x de uma camada k qualquer, podem ser representadas por (HAYKIN, 2001; 

CARRARA, 1997): 
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que na forma matricial podem ser reescritas da seguinte forma: 
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Desta forma uma rede MLP de l camadas, com nk neurônios em cada camada, possui a 

seguinte saída: 
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3.3 Treinamento de redes MLP 

Não há regras de aprendizagem únicas no projeto de redes neurais. Uma regra básica é a 

aprendizagem por correção de erro, que é caracterizada como sendo supervisionada, 

pois um sinal de saída-alvo ou desejado é conhecido e utilizado para computar um erro. 

Por definição (HAYKIN, 2001): 

( ) ( ) ( )tytdte
iii

−=                                                                                              (3.12) 
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O sinal de saída do neurônio i, no instante de tempo discreto t, é dado por ( )ty i ; ( )tdi  é 

a saída desejada correspondente e ( )tei  o erro gerado. O erro é utilizado para ajustes 

corretivos nos pesos sinápticos ijw , de forma iterativa, fazendo com que ( )ty i  

aproxime-se de ( )tdi .  

O processo usual de ajustes é conseguido minimizando-se uma função de custo, 

definida em função do erro na saída da rede, através do uso de diferentes algoritmos de 

treinamento. Uma possibilidade é a estimação estocástica (RIOS NETO, 1997) na qual 

uma função de custo é definida pela ponderação entre uma informação a priori, dos 

parâmetros da rede a serem estimados, e o erro na saída da rede: 

( ) ( ) ( ) ( ) ( )[ ] ( ) ( ) ( )[ ]
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
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1p

1T ydRydwwPwww                (3.13) 

onde são conhecidos os p=1, 2,..., L pares de treinamento apresentados em lote, uma 

estimativa a priori do vetor de pesos w , e as matrizes de ponderação 1−P  e ( )p1−R . 

3.4 Algoritmo de retropropagação  

O termo retropropagação está, normalmente, associado com a propagação recursiva dos 

erros, ou seja, com a avaliação dos erros nas camadas intermediárias da RNA. O 

algoritmo consiste na obtenção da variação apresentada na saída de um determinado 

neurônio, em relação a alguma alteração sofrida pelos pesos da rede, através da 

aplicação da regra da cadeia da derivada parcial da saída deste neurônio, em relação a 

um determinado peso de uma camada anterior (CARRARA, 1997; HAYKIN, 2001). 

Consideram-se as derivadas das saídas 
k

i
x , em relação aos pesos 

k

ij
w , na camada k. 

Quando não existe conexão entre os pesos e as saídas, o resultado é nulo: 

mn se 0
w

x

k

nj

k

m ≠=
∂

∂
,                                                                                              (3.14) 
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Quando mn = , o peso 
k

nj
w está conectado com a saída 

k

m
x , então 
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que na forma vetorial pode ser reescrita como: 
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onde 
k

F denota a matriz diagonal das derivadas 

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A derivada parcial da saída 
k

i
x , mi = , em relação aos pesos 

1k

ij
w

−
, da camada anterior, 

k-1, é dada por: 
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onde a última parcela da Equação 3.18, a derivada parcial de 
1k

s
x

−
, pode ser obtida da 

mesma forma descrita anteriormente pela Equação 3.15. Desta forma, 
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São determinadas, então, as derivadas em relação aos pesos da camada k e, em seguida, 

as derivadas em relação à camada k-1. Ou seja, em relação à rede neural, a computação 

das derivadas tem início na saída da rede e, de forma recursiva, a retro-propagação é 

feita na direção das camadas iniciais. Então, de forma recorrente, se a rede neural 

possuil camadas: 

1k
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imk

ij

m x
w

x −
=

∂

∂
,

δ

l

,                                                                                                 (3.20) 

onde os escalares 
k

im,
δ  são computados, a partir de: 
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com a seguinte condição inicial: 
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As equações obtidas podem ser reescritas na forma vetorial, e computadas de forma 

recorrente. Então 
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                                       (3.24) 

O valor inicial de 
k
∆ , para a camada de saída l , é dado por: 

ll

F∆ =                                                                                                               (3.25) 

O algoritmo da retro-propagação será utilizado na computação de derivadas parciais, da 

saída de rede neural em relação aos seus pesos, requeridas durante seu treinamento via 

filtro de Kalman, a ser empregado nos próximos capítulos. 
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4 ABORDAGEM COM O FILTRO DE KALMAN 

4.1 Introdução 

O treinamento de uma RNA, como já mencionado anteriormente, consiste na estimação 

dos seus parâmetros, pesos sinápticos e biases, através de algoritmos numéricos que 

normalmente minimizam uma função de custo baseada no erro apresentado na saída da 

rede. Os muitos algoritmos disponíveis para treinamento fazem uso da retropropagação 

de erros para a estimação dos parâmetros, destacando-se os algoritmos do gradiente e 

suas derivações (RUMELHART et al., 1986), do gradiente conjugado, de Levenberg-

Marquardt, entre outros. Cada algoritmo possui características próprias e são mais ou 

menos adequados a diferentes classes de problemas (HAYKIN, 2001). 

A técnica do filtro de Kalman para o ajuste dos parâmetros de uma RNA também é uma 

alternativa de treinamento. A técnica considera os parâmetros ótimos da RNA como 

sendo os estados do sistema a serem estimados, e a saída da rede a medida associada.   

4.2 Solução com o Filtro estendido de Kalman  

Chamado de GEKF (Global Extended Kalman Filter) na sua forma original, o método 

considera que uma RNA ideal pode ser descrita pelo seguinte sistema discreto não-

linear, caracterizado como sendo um processo estacionário corrompido por ruído: 

( ) ( ) ( )tt1t ωww +=+                                                                                             (4.1) 

( ) ( ) ( )( ) ( )tttt νxwhy += ,                                                                                        (4.2) 

Aqui ( )tw  denota o vetor de estado formado pelos parâmetros da RNA, no instante 

discreto t ou índice denotando a ordem de apresentação do padrão de treinamento, e 

( )ty  é a equação de observação que representa a saída desejada da RNA como função 

do vetor de entrada ( )tx  e do vetor de parâmetros ( )tw . Os termos ( )tω  e ( )tν  são, 

respectivamente, os ruídos de processo e os ruídos de medida, e são caracterizados 

como sendo ruído branco com média zero e covariâncias dadas por: 
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( ) ( )[ ] ( )tlt qp
T Rνν ,δE = , e  

( ) ( )[ ] ( )tlt qp
T Qωω ,δE = ,                                                                                     (4.3) 

onde qp,δ representa a função delta de Kronecker (vale 1 para p = q e 0 para p ≠ q). 

A RNA pode ser representada pelo seguinte mapeamento não linear: 

( ) ( ) ( )( )twtxfty ,ˆˆ = ,                                                                                                 (4.4) 

onde ( )tŷ  denota o vetor de saídas da RNA, segundo a aproximação dada pela RNA, 

( )tx  seu vetor de entradas, e ( )tw  o seu vetor de parâmetros livres. 

( ) ( ) ( ) ( )[ ]T
m21

tytytyty ˆˆˆˆ L=                                                                      (4.5) 

( ) ( ) ( ) ( )[ ]T
n21

txtxtxtx L=                                                                     (4.6) 

A dimensão de w é dada por wn  e depende do número de neurônios kn , em cada uma 

das ℓ camadas da RNA: 

( )∑
=

−=
l

1k
kkw 1nnn                                                                                                (4.7) 

O treinamento da RNA é feito, geralmente por aprendizado supervisionado, a partir de 

um conjunto com L pares de treinamento, podendo ser apresentados seqüencialmente a 

cada instante discreto t (RIOS NETO, 1997), ou seja: 

( ) ( )( ) ( ) ( )( ){ }L  21ttft:tt L,,, == xyyx                                                        (4.8) 

A cada iteração i, também chamada de época, todos L pares são apresentados, e o 

processo de treinamento busca minimizar o seguinte funcional: 

( ) ( ) ( ) ( ) ( )( )( ) ( ) ( )( )( )



















 −−+−−= ∑

=

−−
L

1t

1T1T tfttft
2

1
J wxyRwxywwPwww ,ˆ,ˆ            (4.9) 
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A Equação 4.4 pode ser expandida em primeira ordem, em torno da estimativa a priori 

do vetor de pesos w , resultado em: 

( ) ( ) ( )( ) ( )( )wwwxwyy −+= ttftt w ,ˆ,                                                                   (4.10) 

( ) ww =1                                                                                                             (4.11) 

( )( ) ( )( ) ( )wH
w

wx
wx

ww

,
,ˆ

,ˆ t
tf

tf
w

=
∂

∂=
=

                                                             (4.12) 

A matriz H possui dimensão (m, nw). A linearidade da Equação 4.10 é garantida 

adotando-se uma perturbação linear, através do parâmetro ajustável α , do seguinte 

modo (RIOS NETO, 1997): 

( ) ( ) ( )[ ] ( ) ( ) ( )tttttt wwHwwHwyy ,,, =+−α                                                  (4.13) 

( ) 1t0 ≤α<                                                                                                          (4.14) 

( ) ( ) ( )ttt wwHz ,=                                                                                              (4.15) 

( ) ( ) ( ) ( )[ ] ( ) wwHwyyz ,, ttttt +−α=                                                               (4.16) 

A solução para minimizar o funcional da Equação 4.9 se dá, na forma de um filtro de 

Kalman, considerando o seguinte problema de estimação linear estocástica (RIOS 

NETO, 1997; RIOS NETO e HEMERLY, 2007): 

( ) ( ) eww += tt                                                                                                    (4.17) 

( ) ( ) ( ) ( )tttt νwHz +=                                                                                           (4.18) 

São, também, consideradas válidas as seguintes hipóteses: 

( )[ ] 0t =νE  , ( ) ( )[ ] ( )tlt lt
T Rνν ,δE =                                                                  (4.19) 

[ ] 0=eE , [ ] ( )tT Pee =E ,                                                                                 (4.20) 

onde R é a matriz de covariâncias dos ruídos da medida, diagonal com dimensão (m, m) 

e P é a matriz de covariâncias dos erros de estimação a priori, com dimensão (nw, nw). 
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Novamente,
qp,

δ representa a função delta de Kronecker (vale 1 para p= q e 0 para p ≠ 

q). 

A solução, via filtro de Kalman, é dada a seguir, juntamente com as condições iniciais 

( ) ww =1 , ( ) PP =1 , (RIOS NETO, 1997; RIOS NETO e HEMERLY, 2007). 

Para L1t ,, L= : 

a) Linearizar todas as medições: 

( ) ( ) ( ) ( )[ ] ( ) wwHwyyz ,, ttttt +−α=                                                               (4.21) 

b) Fase de atualização : 

( ) ( ) ( ) ( ) ( ) ( ) ( )[ ] 1TT ttttttt
−+= wHPwHRwHPK ,,,                                             (4.22) 

( ) ( ) ( ) ( ) ( ) ( )[ ]tttttt wwHzKww ,ˆ −+=                                                               (4.23) 

( ) ( ) ( ) ( ) ( )ttttt PwHKPP ,−=                                                                             (4.24) 

c) Fase de previsão (propagação): 

( ) ( ) ( )tt1t QPP +=+                                                                                             (4.25) 

( ) ( )t1t ww ˆ=+                                                                                                     (4.26) 

 Ao final de cada iteração, t = L, checar um critério de parada de treinamento. Se o 

critério for satisfeito, encerrar o treinamento e considerar:  

( )Lww ˆ=                                                                                                            (4.27) 

( )LPP ˆ=                                                                                                             (4.28) 

Caso contrário, se o critério não for satisfeito, continuar o treinamento numa nova 

iteração, e relinearizar as medições em torno de ( )Lnovo ww ˆ=  considerando, na nova 

iteração: 
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( ) ( )L1 ww ˆ=                                                                                                         (4.29) 

( ) PP =1                                                                                                              (4.30) 

Nas equações anteriores, do filtro estendido de Kalman, K  é o chamado ganho de 

Kalman, com dimensão (nw, m); e Q é a matriz de covariâncias dos ruídos do processo, 

com dimensão (nw, nw). 

4.3 Solução adaptativa: estimação do ruído de estado 

Quando, numa situação de aplicação prática, o filtro de Kalman processa um conjunto 

de treinamento com muitos pares, seu desempenho pode ser afetado se ocorre o 

fenômeno da divergência das estimativas, em conseqüência de erros cometidos na 

modelagem do processo, e/ou de erros devidos ao mau condicionamento numérico dos 

procedimentos envolvidos.  

Nessa situação, a matriz de covariâncias calculada, P, não representa adequadamente a 

dispersão dos erros presentes na estimativa do estado, podendo ocorrer que os valores 

das variâncias se tornem irrealisticamente pequenos, fazendo com que o ganho K  

pondere mais as estimativas anteriores do que as novas informações (RIOS NETO e 

KUGA, 1985). Ou seja, o conjunto de parâmetros w, que representa o conhecimento 

adquirido pela RNA, não se modifica na presença de um novo par de treinamento não 

redundante. A margem de incerteza propiciada pelo ruído, através da matriz de 

covariâncias dos erros da estimativa propagada, é que permite sensibilidade para 

continuar tirando informação das novas observações (RIOS NETO e HEMERLY, 

2007). 

Um possível modo de evitar essa situação é dosar a quantidade de ruído da matriz Q, 

através de um procedimento adaptativo baseado num critério de consistência estatística, 

de forma que novas informações, trazidas por novos pares de treinamento, possam ser 

ponderadas com as informações já obtidas e armazenadas pelo conjunto de parâmetros 

w. O critério utilizado é dado por Rios Neto (1997), e considera a modelagem dada 

pelas Equações 4.1 e 4.2: 
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( )[ ] ( ) ( ) ( )[ ] ( )wHQPwH ,,E ttttt T
jj

2
j +=νβ                                                         (4.31) 

onde m1j ,,K=  e β  é um parâmetro ajustável empiricamente com valor próximo de 1. 

A função de β  é manter uma consistência estatística entre a ordem de grandeza dos 

ruídos de medida e dos erros de estimativa dos estados e propiciar que o aprendizado 

seja distribuído entre os L pares do conjunto de treinamento. Com 1=β , as informações 

trazidas por novos pares de treinamento possuem a mesma importância daquelas já 

armazenadas. Valores de β  ligeiramente menores que 1 indicam que as informações já 

armazenadas possuem mais importância que as novas informações processadas. 

A Equação anterior pode ser expandida na seguinte forma: 

( ) ( ) ( ) ( ) ( ) ( ) ( )wHQwHwHPwH ,,,, tttttttR T
jj

T
jjj =−β                                    (4.32) 

Define-se, então, a seguinte observação associada: 

( ) ( ) ( ) ( ) ( )wHPwH ,,, ttttR1tz T
jjj

q
j −β=β+                                                       (4.33) 

( ) ( ) ( )t1t1tz qq
j qH +=β+ ,                                                                                   (4.34) 

onde: 

( ) ( ) ( ) ( )
T

n21
tq1qtqt

w







= Lq                                                               (4.35) 

( ) ( ) ( ) ( ) ( ) ( ) ( )∑
=

==+
wn

1k
k

2
jk

T
jj

q tqtHtttt1t wwHQwHqH ,,,                                 (4.36) 

( ) ( )[ ]tt qQ diag=                                                                                                  (4.37) 

O problema da estimação associada de ( )tq  pode então ser definido como (RIOS 

NETO, 1997): 

( ) ( )tt0 qeq +=                                                                                                      (4.38) 

( ) ( ) ( ) ( )1tt1t1t qqq +++=β+ νqHz ,                                                                   (4.39) 
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[ ] 0q =eE , [ ]
wn

Tqq Iee =E                                                                                (4.40) 

( )[ ] 01tq =+νE , ( ) ( )[ ] ( ) 01t1t1t qTqq =+=++ RννE                                      (4.41) 

onde 
wnI denota uma matriz identidade de dimensão nw. 

Trata-se de um problema de estimação com observações exatas, as quais podem ser 

processadas por um filtro de Kalman particularizado à condição limite de Rq = 0 

(FREITAS PINTO e RIOS NETO, 1990). O algoritmo seqüencial é apresentado a 

seguir: 

a) Condições iniciais: 

0=q , 
w

n

q IP =                                                                                                   (4.42) 

b) Para j = 1 até m, faça: 

( ) ( ) ( ) ( )wHPwH ,, ttttRz T
jjj

q
j −β=                                                                   (4.43) 

( )∑
=

=
wn

1k

2
jk

q
j tH wH ,                                                                                               (4.44) 

[ ] 1Tq
j

qq
j

Tq
j

qq
jK

−
= HPHHP                                                                                    (4.45) 

[ ]qHqq q
j

q
j

q
j zK −+=ˆ                                                                                          (4.46) 

qq
j

q
j

qq K PHPP −=                                                                                            (4.47) 

c) Para mj = : 

qq ˆ= , e  

qq PP =                                                                                                             (4.48) 

d) Ao final do processamento das m medidas, e para k = 1, ..., nw: 



 

 48

( )






≥
<

=
0qseq

0qse0
tq

kk

k
k ˆˆ

ˆ
                                                                               (4.49) 

( ) ( )[ ]tt qQ diag=                                                                                                  (4.50) 

4.4 Pré-filtragem de dados de treinamento 

Um dos fatores que podem determinar o desempenho adequado da RNA é a 

caracterização adequada da cinemática do veículo pelos sensores inerciais e pelas 

informações do GPS. Por esta razão, os sinais de entrada e as saídas desejadas devem 

formar um conjunto de treinamento adequado para o treinamento da RNA.  Uma das 

características dos sensores inerciais MEMS é seu nível de ruído, devendo-se, então, 

implementar um esquema que formate os sinais da saída da IMU, juntamente com as 

informações correspondentes de um receptor GPS, que também possuem um 

determinado nível de ruído. Técnicas de pré-filtragem são utilizadas para ajustar tanto a 

freqüência com que os sinais da IMU são disponibilizados, como uma tentativa de 

diminuição do nível de ruído (GELB, 1974). 

Considera-se a situação onde medições, ou observações, estão disponíveis numa 

freqüência maior do que a necessária. Se x  denota o vetor de observações, de dimensão 

n x 1, a ser medido pela IMU, então: 

{ }Tbb
ib fωx ,=                                                                                                      (4.51) 

onde 
b
ibω  representa o vetor de velocidades angulares e 

b
f  o vetor de forças 

específicas. 

O modelo discreto do estado e correspondentes observações podem ser caracterizados 

como: 

k1kk ωxx += −                                                                                                     (4.52) 

kkk νxy +=                                                                                                        (4.53) 
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Ou seja, assumindo que a dinâmica do processo possa ser definida como estacionária, a 

matriz de transição de estados, e a matriz que relaciona estados com observações, são 

dadas por: 

n1kk IΦ =−,                                                                                                           (4.54) 

nk IH =                                                                                                               (4.55) 

Aqui, nI  denota a matriz identidade de ordem n, kω  modela o ruído do processo, kν  

modela o ruído da medida. Os erros são assumidos independentes e caracterizados por: 

( )kk N Q0ω ,=                                                                                                     (4.56) 

( )kk N R0ν ,=                                                                                                      (4.57) 

onde kQ é a matriz de covariância do ruído dinâmico e kR é a matriz de covariância 

dos erros de observação. A matriz kR  poder ser obtida a partir dos dados 

caracterizados estatisticamente em processos de calibração: 






 σσσσσσ=

ψθφ ωωω
2
a

2
a

2
a

222
k zyx

diagR                                         (4.58) 

Já os elementos da matriz kQ podem ter a dosagem da incerteza propiciada pelo ruído, 

feita de forma heurística, envolvendo algum esforço de calibração que é sempre 

dependente do problema (RIOS NETO e HEMERLY, 2007). 

Assumindo que o intervalo de tempo ktδ , entre duas observações, é suficientemente 

pequeno, de forma que: 

0ttt 1kkk →−=δ − ,                                                                                                (4.59) 

então, considerando o modelo do sistema descrito pelas Equações 4.41 e 4.42, e de 

acordo com Gelb (1974), a matriz kQ pode ser aproximada para: 

kk tδ⋅≅ QQ                                                                                                              (4.60) 
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onde Q é a matriz de densidade espectral e considerada constate durante o intervalo 

ktδ . Seus termos da diagonal principal podem ser aproximados pela Equação 4.61, 

onde jα  é um parâmetro empírico, cujo ajuste depende do tipo da IMU e das aplicações 

típicas do veículo em questão, que definem sua envoltória de desempenho. 

( )
k

2
jkjjj txq δ⋅α= ,, , e n1j ,, L=                                                           (4.61) 

Conhecidas as condições iniciais, 

00 xx =ˆ                                                                                                               (4.62) 

00 PP =ˆ   ,                                                                                                           (4.63) 

pode-se, então, processar as medidas em intervalos ktδ utilizando as equações do filtro 

de Kalman, para o modelo descrito anteriormente, e que são descritas a seguir: 

1kk −= xx ˆ                                                                                                             (4.64) 

k1kk QPP += −
ˆ                                                                                                  (4.65) 

( ) 1

kkkk

−+= RPPK                                                                                            (4.66) 

( ) kkk PKIP −=ˆ                                                                                                   (4.67) 

( )kkkkk xyKxx −+=ˆ                                                                                    (4.68) 

Se as medições provenientes da IMU são necessárias somente a cada intervalo t∆ , 

então podem ser computadas a cada r processamentos do filtro de Kalman, descrito 

anteriormente, onde r é definido por: 

t

t
r

δ
∆≈  , para 1r >  e inteiro                                                                              (4.69) 

As informações requeridas podem, então, ser extraídas, ou seja: 

km xx ˆ=                                                                                                               (4.70) 
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km tt =                                                                                                               (4.71) 

kme PP ˆ
, =                                                                                                             (4.72) 

Aqui, m denota um novo intervalo discreto, de acordo com t∆ . 

De forma geral, o objetivo da pré-filtragem é a preparação dos dados de treinamento 

para que, o modelo obtido pela RNA treinada, reproduza de forma adequada as 

características cinemáticas do veículo, num determinado intervalo de tempo. Porém, o 

desempenho do pré-filtro pode influir no resultado final desta modelagem, quando 

modifica a resposta original do veículo, por exemplo, quando remove excessivamente as 

características de alta frequência dos sinais, resultado num filtro de característica passa - 

baixa muito acentuada. 

A modelagem simplificada do pré-filtro, dada pelas Equações 4.52 e 4.53, e a sintonia 

manual da matriz Q, conforme mostrado na Equação 4.61, sugerem que este filtro é 

adequado em aplicações de baixo desempenho, ou seja, para um veículo submetido às 

baixas acelerações angulares e lineares. Veículos com alto desempenho talvez 

necessitem de modelos mais elaborados dos sensores inerciais. 
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5 NAVEGAÇÃO INERCIAL AUXILIADA POR REDES NEURAIS 

A metodologia proposta neste trabalho é a de desenvolver e implementar algoritmos 

numéricos baseados em redes neurais artificiais, para compensar erros de 

posicionamento em um sistema inercial auxiliado por GPS. Os algoritmos serão 

testados via simulação por computador utilizando dados reais de uma IMU-MEMS de 

baixo custo (CROSSBOW CD400-200) e de um receptor GPS (Ashtech Z12), obtidos a 

partir de um veículo terrestre de uso urbano. Neste Capítulo será definida a arquitetura, 

modos de operação e métodos de treinamento para uma RNA dedicada ao problema de 

posicionamento. 

5.1 Definição da RNA para o problema de posicionamento 

Como mencionado anteriormente, uma rede neural do tipo MLP pode ser utilizada com 

a finalidade de suprir informações de navegação para um sistema integrado GPS/INS, 

durante o período de ausência do sinal GPS. Para tanto, a RNA dever ser 

adequadamente modelada, e posteriormente, devidamente treinada durante os períodos 

nos quais o GPS está operando.  

Inicialmente, devem ser analisadas as entradas e saídas da RNA que definam a 

cinemática do veículo, conforme discutido no Capítulo 2, de acordo com as informações 

que possam ser observadas via GPS, e juntamente com informações adicionais 

disponíveis, como por exemplo, a qualidade dos sensores inerciais. 

É proposta então, com base na discussão prévia, a seguinte modelagem básica de RNA: 

 
Figura 5.1 – Concepção básica da RNA: entradas e saídas. 
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Os sinais de saídas estão definidos na forma de incrementos e dessa forma, a RNA 

deverá cumprir dois objetivos: atuar como um integrador das equações de navegação, 

podendo estimar incrementos de posição, velocidade e dos ângulos ψ  e θ ; e também 

atuar como compensador dos erros da IMU.  Os incrementos são calculados na mesma 

freqüência, tδ , na qual os sinais de entrada são apresentados, da seguinte forma: 

( ) ( ) ( )tfttfttf −δ+=δ+∆                                                                                    (5.1) 

Para validar os conceitos desenvolvidos no Capítulo 2, um modelo de RNA é derivado a 

partir da concepção básica apresentada na Figura 5.1, e considerando as seguintes 

hipóteses: 

a) O veículo se desloca no plano e em velocidade baixa o suficiente para que os 

movimentos de rolamento (roll ) e arfagem (pitch) possam ser desconsiderados; 

portanto, com relação à sua atitude, somente mudanças de direção (yaw) são 

consideradas. 

b) As medidas inerciais são fornecidas por uma IMU-MEMS de baixo custo, com 

sinais ruidosos. 

c) O objetivo do sistema é definido para estimar a posição do veículo nas 

coordenadas Norte, pN,  Leste, pE, e sua velocidade fv , definida na direção 

preferencial do veículo. 

Desta forma, a solução de navegação proposta é descrita por: 

[ ]Tf
NE

n vpp=p                                                                                               (5.2) 

A RNA fica configurada, com relação às entradas/saídas da seguinte forma: 
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Figura 5.2 – Configuração da RNA para simulação. 

5.2 Modos de operação da RNA 

Redes neurais com técnicas de aprendizado supervisionado são aplicadas na solução de 

problemas em que se deseja obter um mapeamento entre padrões de entrada e saída, e 

são implementadas em duas formas básicas: off-line e on-line. No treinamento off-line, 

os padrões do conjunto de treinamento não se alteram, e, uma vez treinada, os pesos 

sinápticos e biases permanecem fixos, e a RNA está pronta para sua aplicação.  Se 

novos padrões de treinamento são disponibilizados a RNA precisa ser re-treinada. No 

caso on-line o conjunto de treinamento muda continuamente, e a rede deve estar em 

contínuo processo de adaptação (BRAGA et al., 2007). 

Logo, para uma RNA aplicada na solução de um problema de navegação, o treinamento 

só é possível se as informações do GPS e IMU estiverem disponíveis simultaneamente, 

para a formação de um conjunto de treinamento. Uma vez treinada, a RNA está pronta 

para sua utilização, e nesta situação somente os sinais da IMU estão disponíveis. Neste 

trabalho, sua aplicação ocorre na ausência das informações do GPS. Em geral, 

denominam-se dois modos de operação para este tipo de RNA: modo treinamento 

(update mode) e modo predição (prediction mode) (AGGARWAL et al., 2010).  

No modo treinamento, enquanto o sinal GPS está disponível, os sinais de entrada são as 

forças específicas e velocidades angulares, no instante t, medidas pela IMU em 

intervalos tδ ; e os demais sinais são estimados conforme a solução de navegação do 

GPS, ( )tn
GPSp , e as Equações 2.52 até 2.57. A Figura 5.3 ilustra o modo treinamento. 
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Figura 5.3 – Modo treinamento 

Os incrementos, utilizados como saídas desejadas no cálculo dos erros de treinamento 

da RNA, podem ser obtidos por interpolação a partir das informações fornecidas pelo 

GPS, cujo intervalo de leitura é t∆ , tt δ>∆ . Considere-se, por exemplo, o incremento 

de posição e velocidade obtido após duas leituras consecutivas do GPS: 

( ) ( ) ( )ttttt n
GPS

n
GPS

n
GPS ppp −∆+=∆+∆                                                                    (5.3) 

( ) ( ) ( )tvttvttv f
GPS

f
GPS

f
GPS −∆+=∆+∆                                                                     (5.4) 

Ou seja, a cada intervalot∆ são interpolados valores de incrementos de posição e 

velocidade para cada intervalo tδ . De uma forma aproximada seriam interpolados ni 

incrementos. No caso de interpolação linear, por exemplo, os valores interpolados, no 

intervalo [ ]t  t, t ∆+ , seriam: 

δt

∆t
ni ≅                                                                                                                 (5.5) 

( ) ( ) ( )[ ]
t

t
nttttnt n

GPS
n
GPS

n
GPS ∆

δ−∆+=δ+∆ ppp                                                        (5.6) 

( ) ( ) ( )[ ]
t

t
ntvttvtntv f

GPS
f
GPS

f
GPS ∆

δ−∆+=δ+∆                                                         (5.7) 

onde in1 0n ,,, L= . 

IMU  RNA 

GPS 
treinamento 

cinemática  
do 

veículo 

incrementos:  
posição e  
velocidade 

erro 

( ) ( )trtf b
u ,

( )tvf

+ 

+ 
-  

-  
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O erro [ ]VELPOS eee = , nesse caso, é gerado para cada conjunto de treinamento, da 

seguinte forma. 

( ) ( ) ( )tttttt n
RNA

n
GPSPOS δ+∆−δ+∆=δ+ ppe                                                           (5.8) 

( ) ( ) ( )ttvttvtt f
RNA

f
GPSVEL δ+∆−δ+∆=δ+e                                                           (5.9) 

A entrada da rede ( )tvf , no intervalo[ ]t  t, t ∆+ , é obtida da seguinte forma: 

( ) ( ) f
0

f
GPS

f vtvtv ==                                                                                              (5.10) 

( ) ( )∑
=

δ+∆+=δ+
in

1n

f
GPS

f
0

f tntvvtntv                                                                     (5.11) 

O mesmo procedimento é repetido para todos os sinais envolvidos que necessitem de 

interpolação. 

No modo predição, conforme Figura 5.4, enquanto o sinal GPS não está disponível, os 

sinais de entrada provenientes da IMU continuam sendo apresentados na freqüência tδ , 

enquanto que os demais são computados da seguinte forma. 

Considere ( ) ( ) n
uu

n
GPSu

n tt ppp == , onde tu é o instante da última informação disponível 

do GPS, antes da perda do sinal. No próximo instante, 

( ) ( )∑ δ+∆+=δ+
i

u
n
RNA

n
uu

n
NAV titptit pp                                                      (5.12) 

 
Figura 5.4 – Modo predição. 

Ou seja, os incrementos na saída da RNA são somados à última informação proveniente 

do GPS e, no caso da velocidade vf, realimentados na camada de entrada. No modo 

IMU  RNA 
 ∑

( )tvf

( )tfb
u

( )tr
( )ttvf δ+∆

( )ttpos δ+∆

Solução de 
navegação 
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predição, os sinais de saída da RNA representam uma estimativa da solução de 

navegação, a partir do instante tu. 

5.3 Métodos de treinamento para o sistema de navegação proposto 

Durante o período de treinamento, enquanto as informações do GPS estão disponíveis, 

existem métodos diferentes de combinar o treinamento da RNA pela abordagem do 

filtro de Kalman com a forma de apresentação dos dados de treinamento, e que serão 

discutidos a seguir. 

5.3.1 Método 1 

A forma mais simples de treinar a RNA, para o sistema de navegação e treinamento 

propostos, é processar e armazenar sequencialmente as informações do GPS e IMU, em 

conjuntos, ou janelas, de dados para treinamento, de tamanho pré-definido; e ao se 

completar um conjunto, o procedimento de treinamento começa. Ao final do 

treinamento, o resultado (os pesos sinápticos da RNA) é armazenado e disponibilizado 

para uso. Assim, enquanto se forma uma nova janela e havendo necessidade, a RNA 

utiliza os parâmetros obtidos do treinamento da janela imediatamente anterior.  

Numa situação de aplicação, é improvável que a interrupção, ou degradação severa, do 

sinal GPS ocorra exatamente após a formação de uma janela de dados. Uma possível 

desvantagem em se trabalhar com janelas de dimensão fixa, é que, se a cinemática do 

veículo se alterar de maneira significativa, no intervalo da formação de uma nova 

janela, a modelagem anterior pode não predizer adequadamente a trajetória do veículo. 

Janelas de maior extensão e veículos com uma cinemática mais rápida estariam mais 

propensos a essa situação. Uma possível solução, porém com custo computacional 

elevado, seria adotar uma janela móvel de dados, com o descarte e inserção de dados na 

mesma proporção e posterior treinamento. 

Considerando a escala temporal na Figura 5.5, ao se completar um conjunto de dados Ji, 

de dimensão constante, o respectivo treinamento Ti é realizado, e os pesos da RNA são 
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sempre reinicializados aleatoriamente. Ao final do treinamento o resultado Wi é 

armazenado. 

 
Figura 5.5 – Método de treinamento 01. 

 

5.3.2 Método 2 

Uma variação, em relação ao método 1, é inicializar os pesos aleatoriamente somente no 

primeiro treinamento, enquanto que os demais são inicializados com o resultado do 

treinamento anterior. Trata-se, segundo Chiang et al. (2004), de uma tentativa de manter 

alguma memória do treinamento anterior, modificando os pesos armazenados com 

informações novas. A figura 5.6 ilustra o método 2. 

 
Figura 5.6 – Método de treinamento 02. 

5.3.3 Método 3 

Trata-se de uma modificação proposta, em relação ao método 2, pela atualização dos 

pesos armazenados, via “filtragem” de novos padrões de treinamento, usando a 

abordagem do filtro de Kalman adaptativo, enquanto se aguarda um novo conjunto de 

treinamento ser formado. O objetivo é evitar que alterações na cinemática do veículo, 

J1 J2 Jn-1 Jn 

T1 T2 Tn-2 Tn-1 
w0 = rand[-a , a] w0 w0 w0 

W1 W2 Wn-2 Wn-1 
Método 1 

Conjunto de 
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realizados [tempo] 

Conjunto de pesos 
disponíveis 
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J1 J2 Jn-1 Jn 

T1 T2 Tn-

 
Tn-
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realizados 
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disponíveis W

 
W2 Wn-2 Wn-1 

Método 2 w0 = rand[-a , a] 

 
w0 = W1 w0 = Wn-3 w0 = Wn-2 

Conjunto de 
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no intervalo de tempo de formação de uma nova janela de dados, não deteriorem a 

modelagem representada pelos pesos armazenados. 

De acordo com a Figura 5.7, a seguir: 

a) No primeiro treinamento, T1, os pesos são inicializados aleatoriamente. O 

resultado, W1, é armazenado; 

b) No segundo treinamento T2, enquanto o conjunto de dados, J2, é formado, o 

resultado prévio W1 é atualizado pela filtragem de novos pares de treinamento, 

padrão-por-padrão. Ao se completar J2, o conjunto de dados é treinado com a 

condição inicial w0 = W1upd, ou seja, com o resultado do treinamento anterior 

atualizado. 

c) Repete-se o item anterior, durante a navegação, enquanto houver sinal GPS. 

 
Figura 5.7 – Método de treinamento 03. 

5.3.4 Método 4 

É proposto que ao término do primeiro treinamento, após a formação do primeiro 

conjunto de padrões, J1, os pesos resultantes, W1, sejam somente atualizados, via 

“filtragem” de novos padrões de treinamento, até que um determinado critério seja 

atingido, e o processo então se repete. A Figura 5.8 mostra o método 4. 

[tempo] 

J1 J2 Jn-1 Jn 
Conjunto de 
treinamento  

T1 T2 Tn-2 Tn-1 
Treinamentos  

Conjunto de pesos 
disponíveis W1 W2 Wn-2 Wn-1 

w0 = rand[-a , a] 

 
w0 = W1upd w0 = Wn-3upd w0 = Wn-2upd 

Método 3 Atualização dos pesos  Atualização dos pesos 



 

 61

O processo de treinamento pode ser reinicializado logo após o período de interrupção do 

GPS, quando uma nova janela de dados pode ser formada; ou também ser reinicializado 

após um intervalo de tempo pré-determinado. 

O método explora o conceito de adaptação, discutido no Capítulo 4, e aqui repetido 

apenas para facilidade de leitura: 

( ) ( ) ( ) ( )[ ] ( )wHQPwH ,,E ttttt
T

jj

2

j
+=







νβ ,  

lembrando que valores do parâmetro empírico β , ligeiramente menores que 1, indicam 

que as informações armazenadas possuem mais valor que as novas informações 

processadas, denotando o caráter de preservação de memória quando se atualiza o 

resultado do treinamento de um conjunto, ou janela, de dados anterior, com novos 

padrões de treinamento. 

 
Figura 5.8 – Método de treinamento 04 
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6 SIMULAÇÃO E RESULTADOS  

6.1 Introdução 

Os dados para simulação foram obtidos a partir de uma unidade de medida inercial 

Crossbow CD400-200, baseada em sensores com tecnologia MEMS e considerada de 

baixo custo, e de um receptor GPS Ashtech Z-12. Maiores informações sobre a IMU e o 

receptor GPS podem ser encontrados no Apêndice A. 

As campanhas para aquisição de dados foram realizadas dentro das dependências do 

INPE, em São José dos Campos, S.P., em ruas e avenidas relativamente planas, com 

entorno caracterizado por construções de médio porte e árvores de grande estatura. Os 

instrumentos foram montados num veículo de pequeno porte de uso urbano e foi 

respeitada a sinalização interna de trânsito, com velocidade máxima permitida de 40 

km/h. Em todos os ensaios, procurou-se nivelar e alinhar a IMU às condições iniciais de 

posição e atitude já conhecidas.  

6.2 Verificação off-line do algoritmo de treinamento proposto 

O algoritmo de treinamento de redes neurais utilizando a abordagem do filtro de 

Kalman com procedimento adaptativo (RIOS NETO, 1997), apresentado no Capítulo 4, 

já havia sido preliminarmente testado por Souza Filho e Rios Neto (1998) e por Silva e 

Rios Neto (1999) em problemas clássicos de benchmark do tipo PROBEN 1 

(diagnóstico de câncer) e XOR (ou exclusivo). Em ambos os casos os resultados foram 

classificados como positivos em relação à convergência e precisão e o método avaliado 

como promissor quando seu desempenho foi comparado com o algoritmo do gradiente. 

Uma aplicação do mesmo algoritmo também pode ser encontrada em Rios Neto, W. 

(2008) no treinamento de uma rede neural do tipo Functional Link Network (FLN) 

utilizada na estimação de coeficientes aerodinâmicos e de controle de uma aeronave de 

alto desempenho.  Considerando os resultados obtidos nas aplicações citadas 

anteriormente, foram adotados os seguintes valores empíricos para os parâmetros de 

ajuste do procedimento adaptativo: 20,=α , para o parâmetro de perturbação linear da 
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Equação 4.16, que garante a linearidade das medidas; e 90,=β , para o parâmetro da 

Equação 4.33, que trata da observação associada do processo de estimação da 

quantidade de ruído da matriz Q. 

Neste trabalho o algoritmo de treinamento e a modelagem da RNA propostos 

anteriormente foram verificados, inicialmente, por simulação off-line de um problema 

de aproximação de função e utilizando os dados de treinamento adquiridos nas 

campanhas de aquisição com o GPS e IMU. Os resultados foram comparados com 

aqueles obtidos pela mesma RNA treinada pelo algoritmo Levenberg-Marquardt (LM), 

conhecido pela sua eficiência (HAGAN e MENHAJ, 1994). Foi utilizado o software 

MatLab® na implementação das simulações, com soluções próprias para os métodos 

baseados no filtro de Kalman e utilizadas funções do Neural Network Toolbox para o 

treinamento com o método LM. Deve ser recordado que o método LM requer a 

apresentação dos padrões de treinamento em lote (batch mode), enquanto que o Filtro de 

Kalman também admite a forma seqüencial de apresentação, além da forma em lote. O 

objetivo da simulação é avaliar a capacidade de aprendizagem da RNA com sinais reais.  

Os dados disponíveis para treinamento são divididos em dois conjuntos distintos por 

sorteio aleatório. São apresentados 70% dos dados para o treinamento da RNA 

propriamente dito e os restantes 30% para teste de validação. Os pares de treinamento 

foram submetidos aos métodos de treinamento em 100 partidas independentes, ou seja, 

inicializando-se aleatoriamente, a cada partida, os parâmetros da RNA, pesos e biases, 

no intervalo [-0,5 0,5]. O critério de parada utilizado foi finalizar o treinamento após 40 

iterações (épocas). As RNA simuladas possuem 20 neurônios na camada oculta, com 

função de ativação sigmóide, e função linear na camada de saída.  

Concluído o treinamento, os dados disponíveis são, na sua totalidade, reapresentados à 

RNA no modo predição, e as saídas correspondentes são comparadas com a trajetória do 

GPS, aqui tomada como referência. Os resultados são, então, comparados entre o 

método de treinamento proposto (FKE-A) e o algoritmo de Levenberg-Marquardt.  
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6.2.1 Descrição dos dados utilizados na verificação off-line 

As Figuras 6.1 até 6.4 descrevem a trajetória do veículo, no intervalo de tempo utilizado 

na simulação [632s, 715s], e respectivas medidas da IMU, forças específicas 

(acelerações lineares) e velocidades angulares. Deve ser observado que nesta campanha 

de aquisição, os dados da IMU foram adquiridos numa freqüência de 20Hz, e os dados 

do receptor GPS em 2Hz. 

 
Figura 6.1 - Deslocamento fornecido pelo GPS. 
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Figura 6.2 - Velocidades estimadas via GPS. 

 
Figura 6.3 – Forças específicas fornecidas pela IMU. 
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Figura 6.4 - Velocidades angulares fornecidas pela IMU. 

Um dos fatores que pode determinar um desempenho adequado da RNA é a 

caracterização adequada da cinemática do veículo pelos sensores inerciais e pelas 

informações do GPS, e contidas no conjunto de pares de treinamento. O vetor de 

entradas da RNA, com medidas de força específica e velocidade angular, fornecidos por 

sensores MEMS, e a velocidade vf, estimada por dados fornecidos por GPS podem 

apresentar nível de ruído excessivo, devendo, nesse caso ser pré-processado, numa 

tentativa de suavização dos sinais. O objetivo é fazer com que a RNA aprenda mais com 

a variação temporal dos sinais e menos com os respectivos ruídos.  

O filtro de Kalman, apresentado na seção 4.4, é utilizado para a pré-filtragem. As 

Figuras 6.5 e 6.6 mostram os resultados obtidos para os sinais de entrada da RNA 

proposta para navegação. 



 

 68

 
Figura 6.5 - Sinais da IMU pré-filtrados. 

 

 

Figura 6.6 - Velocidade vf pré-filtrada. 

6.2.2 Resultados da verificação off-line 

A primeira simulação foi conduzida com dados pré-filtrados. A Figura 6.7 mostra os 

erros de posicionamento e velocidade, tomados em relação às informações do GPS, e 

obtidos pela média das 100 partidas, enquanto que a Tabela 6.1 compara o erro 
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quadrático médio das posições e velocidade, que foi tomado ao longo do intervalo 

simulado. 

 
Figura 6.7 - Comparação dos erros de posição e de velocidade (FKE-A, LM). 

 
Tabela 6.1 – Erros de posição e velocidade (mse) – dados pré-filtrados 

 FKE-A LM 

Leste 0,4889 0,1489 

Norte 0,4510 0,1395 

vf 0,0249 0,0313 

A Figura 6.8 compara as curvas do erro de treinamento dos dois métodos, em função do 

número de iterações. Após a conclusão das 100 partidas foi tomada a média do erro 

final de treinamento, ou seja, a média dos erros de treinamento da última iteração e 

respectivo desvio padrão, numa tentativa de se avaliar a robustez dos métodos: 

a) FKE-A: 1,0710 10-6 ± 7,5732 10-6 

b) LM:       2,1520 10-5 ± 2,2124 10-6 
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Figura 6.8 – Erro de treinamento da RNA (FKE-A, LM). 

Pode ser observado que para o intervalo simulado os métodos FKE-A e LM possuem 

desempenho semelhante. O método LM apresenta erros médios de posição menores que 

o FKE_A, conforme tabela 6.1, indicando neste problema de aproximação de função, 

uma melhor característica de generalização, uma vez que os erros também consideram 

os dados de teste (30 % do total de dados), mesmo com o método FKA-E apresentando 

um erro médio de treinamento menor. O método LM também parece estabilizar em 

torno de um valor final em menos iterações, como pode ser visto na Figura 6.8. 

A mesma simulação foi repetida com dados sem pré-filtragem, ou seja, sem suavização. 

A Figura 6.9 mostra os erros de posicionamento e velocidade; a Tabela 6.2 compara o 

erro quadrático médio das posições e velocidade, e finalmente a Figura 6.10 compara as 

curvas do erro de treinamento dos métodos, em função do número de iterações. 

Também foi calculada a média dos erros de treinamento da última iteração com 

respectivo desvio padrão: 

a) FKE-A: 6,0240 10-6 ± 4,2596 10-5 

b) LM:       8,6259 10-5 ± 3,6031 10-6 
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Figura 6.9 - Comparação dos erros de posição e de velocidade (FKE-A, LM). 

 
 

Tabela 6.2 – Erros de posição e velocidade (mse) – dados originais 

 FKE-A LM 

Leste 0,1437 0,0411 

Norte 0,3928 0,0226 

vf 0,0726 0,0335 

 

Pode ser observada nesta segunda simulação, com os padrões de treinamento mais 

ruidosos, uma ligeira melhora do método LM, em relação ao FKE-A, quanto aos erros 

de posicionamento, bem como o aumento nos erros de treinamento para ambos os 

métodos. 
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Figura 6.10 - Erro de treinamento da RNA (FKE-A, LM). 

O efeito da solução adaptativa, com a estimação do ruído no estado, pode ser observado 

comparando-se os resultados obtidos anteriormente com aqueles obtidos pela mesma 

RNA treinada por um FKE padrão. As Figuras 6.11 e 6.12 mostram, respectivamente, 

os erros de posição e velocidade e erros de treinamento, para a simulação com padrões 

de treinamento pré-filtrados.  

 
Figura 6.11 - Comparação dos erros de posição e de velocidade (FKE, FKE-A). 
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Figura 6.12 - Erro de treinamento da RNA (FKE, FKE-A). 

A Tabela 6.3 compara o erro quadrático médio das posições e velocidade. Também foi 

calculada a média dos erros de treinamento da última iteração com respectivo desvio 

padrão: 

a) FKE-A: 1,071 10-6 ± 7,5732 10-5 

b) FKE: 9,8406 10 -7± 6,9583 10-6 

Tabela 6.3 - Erros de posição e velocidade (mse) – dados pré-filtrados 

 FKE-A FKE 

Leste 0,4889 0.4475 

Norte 0,4510 0,4546 

vf 0,029 0,035 

As Figuras 6.13 e 6.14 mostram, respectivamente, os erros de posição e velocidade e 

erros de treinamento, para a simulação com padrões de treinamento sem pré-filtragem. 

A Tabela 6.4 compara o erro quadrático médio das posições e velocidade. Também foi 

calculada a média dos erros de treinamento da última iteração com respectivo desvio 

padrão: 
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a) FKE-A: 6,0240 10-6 ± 4,2596 10-5 

b) FKE:     8,6043 10 -6 ± 6,0841 10-5 

 

Tabela 6.4 - Erros de posição e velocidade (mse) – dados originais 

 FKE-A FKE 

Leste 0,1437 17,9671 

Norte 0,3928 13,2266 

vf 0,0726 0,3265 

 

 
Figura 6.13 - Comparação dos erros de posição e de velocidade (FKE, FKE-A). 

 

Fica evidente o efeito da solução adaptativa no treinamento das RNA, principalmente 

nos erros de posicionamento e de treinamento, conforme pode ser observado na Tabela 

6.4 e Figura 6.14. 
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Figura 6.14 - Erro de treinamento da RNA (FKE, FKE-A). 

Para finalizar a simulação off-line é comparado o efeito da pré-filtragem para cada 

método de treinamento testado, ou seja, LM, FKE-A e FKE, conforme mostrado nas 

Figuras 6.15 até 6.17, onde estão plotadas as curvas de erro de treinamento para dados 

originais vs. pré-filtrados. 

 
Figura 6.15 – Comparação entre erros de treinamento – LM 
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Figura 6.16 - Comparação entre erros de treinamento – FKE-A 

 

 
Figura 6.17 - Comparação entre erros de treinamento – FKE 

Ao final desta simulação, para o problema de aproximação de função no intervalo de 

dados proposto, pode-se afirmar que o método de treinamento proposto baseado no 

filtro de Kalman com solução adaptativa, FKE-A, tem desempenho similar ao 

tradicional método LM, o qual parece apresentar mais habilidade de generalização, uma 

vez que apresentou menores erros médios de posição; enquanto que o FKE-A aparenta 



 

 77

ter seus erros de treinamentos estacionados em valores menores e possui a característica 

de admitir a apresentação de dados de forma sequencial, o que é vantajoso, tendo em 

vista aplicações em tempo real. 

6.2.3 Considerações sobre o número de neurônios ocultos e de iterações 

A arquitetura da RNA dedicada ao problema de navegação, com relação às entradas e 

saídas, foi definida no Capítulo 5. Porém a determinação do número de neurônios 

ocultos, na sua camada intermediária, é fundamental na questão do seu aprendizado, 

pois determina seu desempenho e capacidade de generalização. Como o número de 

neurônios define a complexidade da rede, define também a sua abrangência em termos 

de soluções possíveis. Então, deve-se ajustar adequadamente a complexidade do modelo 

neural à complexidade do problema em questão (BRAGA et al., 2007). 

Não há na literatura uma regra geral que determine de forma precisa o número de 

neurônios em função de um determinado problema, mas existem abordagens que tentam 

contornar e apresentar opções de solução como, por exemplo, Regularização Bayesina, 

técnicas de validação, e abordagem multi-objetivo para treinamento; ou mesmo 

heurísticas dedicadas à um problema específico como determinar o número de 

neurônios em função do tamanho do conjunto de treinamento e erros de treinamento 

associados (CARRARA; RIOS NETO, 1999). 

Considere um treinamento típico, para a RNA do problema de aproximação de função 

apresentado anteriormente na seção 6.2. Concluído o treinamento, os dados de 

validação, que correspondem a 30% do total de dados disponíveis para treinamento, são 

apresentados à RNA treinada e as correspondentes saídas são confrontadas com os 

valores desejados num problema de regressão linear. As Figuras 6.18 e 6.19 mostram o 

resultado da regressão, para uma situação em que a RNA tem 20 neurônios na camada 

oculta. O índice R mede a correlação do problema, podendo fornecer alguma indicação 

da generalização da RNA para o problema dado. Índices próximos à unidade indicam 

uma boa correspondência entre a resposta da RNA e as saídas desejadas. Maiores 

detalhes sobre análise de regressão linear e a determinação do coeficiente de correlação, 

linear podem ser encontrados em Bingham e Fry (2010). 
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Para verificar a influência do número de neurônios ocultos no índice R, repete-se esta 

avaliação para diferentes quantidades. A Figura 6.20 apresenta os valores médios, para 

cinco partidas independentes de treinamento, do índice R e dos erros de treinamento e 

de validação. Observa-se que a partir de 20-25 neurônios o índice R não melhora. 

 
Figura 6.18 – Índice R para dados de validação (Leste). 

 

 
Figura 6.19 - Índice R para dados de validação (Norte). 
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Figura 6.20 – Índice R e erros de treinamento vs. neurônios ocultos. 

Repete-se o teste para a RNA com 20 neurônios ocultos, para verificar a influência do 

número de iterações, ou épocas de treinamento, no índice R. A Figura 6.21 apresenta os 

valores médios, para cinco partidas independentes de treinamento, do índice R e dos 

erros de treinamento e de validação. Observa-se que a partir de 40 iterações o índice R 

não melhora. 

 
Figura 6.21 – Índice R e erros de treinamento vs. iterações. 
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A generalização de uma RNA representa sua capacidade de apresentar respostas 

adequadas quando novas entradas, diversas do conjunto de treinamento, são 

apresentadas. De acordo com Haykin (2001), são três os fatores que influenciam na 

generalização: O tamanho do conjunto de treinamento e sua representatividade do 

ambiente de interesse; a arquitetura da RNA e a complexidade do problema em questão. 

A definição do tamanho do conjunto de dados neste trabalho, se confunde com a 

definição das chamadas janelas de dados dos métodos de treinamento, de 1 até 4, 

apresentados no Capítulo 5. Trata-se de um problema de solução empírica, para a qual 

se deve considerar o tipo de navegação requerida, ou seja, se o veículo se desloca com 

mais ou menos aceleração; se faz curvas com mais ou menos velocidade ou se mantém 

velocidade constante por longos períodos de tempo.  

Janelas de dados menores podem ser treinadas com maior rapidez, porém podem não 

possuir dados em número ou qualidade suficiente para caracterizar a cinemática do 

veículo, no intervalo de tempo em questão. Uma janela maior pode demandar um 

número de neurônios maior, levando mais tempo para ser treinada, mas pode aprender 

mais as características do comportamento do veículo. 

6.3 Simulação dos métodos propostos para o sistema de navegação 

Considere os métodos de treinamento propostos para a RNA dedicada à navegação, 

detalhados no Capítulo 5, que serão resumidos a seguir, apenas para uma melhor 

continuidade da leitura: 

Método 1: o treinamento da RNA é realizado a cada formação de um novo conjunto, ou 

janela de dados, e os pesos são sempre reinicializados aleatoriamente. 

Método 2: o treinamento é realizado a cada novo conjunto de dados, ou padrões. No 

primeiro treinamento os pesos são inicializados aleatoriamente, enquanto que os demais 

são inicializados com o resultado do treinamento anterior. 

Método 3: difere do método anterior pela atualização dos pesos, via “filtragem”,  

enquanto aguarda um novo conjunto de treinamento ser formado. 
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Método 4: O primeiro treinamento é realizado após a formação do primeiro conjunto de 

padrões e então os pesos são atualizados, via “filtragem”, até o início da predição. 

A simulação dos métodos consiste em apresentar os dados pré-filtrados à RNA, que 

opera no modo treinamento enquanto as informações provenientes do GPS forem 

disponibilizadas. Será simulada, em diferentes instantes, a interrupção do sinal do GPS 

e então a RNA passa a operar no modo predição. O tempo de predição será de 45 

segundos. Considerando as observações da seção 6.2, o número de neurônios ocultos 

utilizado será 20 e o critério de parada de 40 iterações.  

As saídas da RNA correspondentes à posição Leste e Norte serão comparadas com as 

informações do GPS, aqui tomadas como referência, para gerar um erro de 

posicionamento durante o período predição. Os erros de predição da RNA serão 

comparados com os equivalentes de um sistema de navegação convencional, integrado 

por um filtro de Kalman tipo Unscented (FKU) de 15 estados (KUGA et al., 2007), que 

foi submetido aos mesmos dados e interrupções. 

6.3.1 Simulação no intervalo [50s, 500s] 

As Figuras 6.22, 6.23 e 6.24 detalham o intervalo [50s, 500s] com relação ao 

posicionamento e sinais de entrada da RNA. O veículo está estático. 
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Figura 6.22 – Posição Leste e Norte – GPS. 
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Figura 6.23 – Velocidade vf – GPS. 
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Figura 6.24 – Força específica e velocidade angular – IMU 

A simulação começa em torno de t = 50s e o instante do início da predição é tpred = 155s. 

Inicialmente será comparado o efeito da dimensão da janela (20s, 40s, 60s) por método. 

Para uma comparação mais direta, considere o erro de posição, no período de predição, 

do veículo no plano Leste-Norte, na seguinte forma: 

2
pred

2
predpred NL

eee +=                                                                                             (6.1) 

onde 
Lprede denota erro de posição Leste, e 

Nprede  erro de posição Norte. 
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As Figuras 6.25 e 6.26 mostram os resultados médios dos quatro métodos, obtidos de 5 

partidas independentes, para o início da predição em tpred = 155s.                                               

 

Figura 6.25 – Erro de predição tpred = 155s.  a) método 1,  b) método 2. 

 

Figura 6.26 - Erro de predição tpred = 155s.  a) método 3,  b) método 4. 

A seguir os métodos são comparados entre si, juntamente com o erro de predição do 

FKSP, para uma janela de 20s. As Figuras 6.27 a) e b) mostram, respectivamente, os 

erros de predição para a posição Leste e Norte, enquanto que a Figura 6.28 mostra o 

erro de predição no plano Leste-Norte. 
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Figura 6.27 – Erros de predição jan = 20s, tpred = 155s.  a) Leste,  b) Norte. 

 

Figura 6.28 - Erros de predição jan = 20s, tpred = 155s, plano L-N. 

Deve ser observado que a simulação começa em torno de t = 50s. Como o tamanho do 

conjunto de treinamento é de 20s, o método 4 começa a filtrar individualmente os pares 

de treinamento em t = 70s  aproximadamente, logo após o primeiro conjunto ser 

completado. Assim, o tempo total de “filtragem” até o bloqueio simulado do GPS, é 

próximo de 85s. Para os métodos 1 até 3, o número de “janelas” treinadas a mais, 

quando comparado com o método 4, foi de quatro, até o bloqueio simulado em tpred = 

155s. A Figura 6.29, compara, na escala de tempo, os quatro métodos. 
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Figura 6.29 – Diagrama dos treinamentos para tpred = 155s. 

Para o veículo estático os erros de predição não variaram muito entre os métodos de 1 

até 4, ficando abaixo de 0,5m; enquanto que para o FKU em torno de 0,8m, após 45s de 

predição. O tamanho da janela parece não ter influenciado no resultado, sugerindo que 

as diferentes janelas foram capazes de fornecer as informações necessárias para um 

aprendizado similar da RNA. Talvez, o fato dos pares de treinamento (entradas/saídas) 

não variarem muito nesta situação estática, tenha contribuído para este desempenho. 

6.3.2 Simulação no intervalo [630s, 1000s] 

As Figuras 6.30, 6.31 e 6.32 detalham o intervalo [630s, 1000s] com relação ao 

posicionamento e sinais de entrada da RNA. O veículo está em movimento. 
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Figura 6.30 - Posição Leste e Norte – GPS. 
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Figura 6.31 - Velocidade vf – GPS. 
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Figura 6.32 – Força específica e velocidade angular – IMU. 

A simulação começa em torno de t = 630s, com o início da predição em tpred = 705s e 

tpred = 755s.  

O procedimento utilizado é o mesmo da seção 6.3.1. As Figuras 6.33 e 6.34 mostram os 

resultados médios dos quatro métodos, obtidos de 5 partidas independentes, para o 

início da predição em tpred = 705s. 

 

 

Figura 6.33 - Erro de predição tpred = 705s.  a) método 1,  b) método 2. 
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Figura 6.34 - Erro de predição tpred = 705s.  a) método 3,  b) método 4.  

 

Com o veículo em movimento, o erro de predição da RNA com as janelas de 60s tem, 

no geral, um melhor desempenho entre os métodos, ficando sempre abaixo de 10m, 

enquanto que para o FKU o erro de predição fica em torno de 70 m no plano Leste-

Norte. 

Novamente os métodos são comparados entre si, juntamente com o erro de predição do 

FKU, para uma janela de 60s. As Figuras 6.35 a) e b) mostram, respectivamente, os 

erros de predição para a posição Leste e Norte, enquanto que a Figura 6.36 mostra o 

erro de predição no plano Leste-Norte. 

 

 

Figura 6.35 - Erros de predição jan = 60s, tpred = 705s.  a) Leste,  b) Norte. 
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Figura 6.36 - Erros de predição jan = 60s, tpred = 705s, plano L-N. 

 

A simulação é repetida para o início da predição em tpred = 755s. As Figuras 6.37 e 6.38 

mostram os resultados médios dos quatro métodos, obtidos de 5 partidas independentes. 

 

 

Figura 6.37 - Erro de predição tpred = 755s.  a) método 1,  b) método 2. 
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Figura 6.38 - Erro de predição tpred = 755s.  a) método 3,  b) método 4. 

 

Repetindo a característica da simulação anterior, o erro de predição da RNA com as 

janelas de 60s tem, no geral, um melhor desempenho entre os métodos, ficando sempre 

abaixo de 20m, enquanto que para o FKU o erro de predição fica em torno de 110 m no 

plano Leste-Norte. 

Novamente os métodos são comparados entre si, juntamente com o erro de predição do 

FKU, para uma janela de 60s. As Figuras 6.39 a) e b) mostram, respectivamente, os 

erros de predição para a posição Leste e Norte, enquanto que a Figura 6.40 mostra o 

erro de predição no plano Leste-Norte. 

 

 

Figura 6.39 - Erros de predição jan = 60s, tpred = 755s.  a) Leste,  b) Norte. 
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Figura 6.40 - Erros de predição jan = 60s, tpred = 705s, plano L-N. 

6.3.3 Simulação com um segundo conjunto de dados 

Dados de uma segunda campanha de aquisição foram utilizados nas mesmas simulações 

das seções anteriores. A segunda campanha foi realizada em data diferente, num outro 

veículo, de pequeno porte e uso urbano, e foi utilizada uma trajetória similar à primeira. 

A unidade de medida inercial e receptor GPS utilizados foram os mesmos, porém os 

dados do receptor GPS foram adquiridos numa freqüência de 1Hz, lembrando que na 

primeira campanha o receptor estava ajustado para 2Hz. As Figuras 6.41, 6.42 e 6.43 

detalham as informações utilizadas. 

 
Figura 6.41 – Deslocamento Leste-Norte fornecido pelo GPS. 
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Figura 6.42 – Velocidade vf utilizada na entrada da RNA. 

 
Figura 6.43 – Sinais da IMU utilizados na entrada da RNA. 

Um conjunto de dados, no intervalo [90s, 150s], foi utilizado para se obter informações 

iniciais sobre a influência do número de neurônios ocultos e iterações de treinamento na 

RNA. O procedimento usado foi o mesmo da seção 6.2.3. As Figuras 6.44 e 6.45 

mostram os resultados médios obtidos, para cinco partidas independentes. Pode-se 

observar que a partir de 20 neurônios o índice R não melhora, e que não há melhora 

significativa do índice R e erros de treinamento a partir de 30 iterações, resultado 

similar aos obtidos na simulação com os dados da primeira campanha. Para efeito de 

comparação com as simulações anteriores serão adotados 20 neurônios ocultos, 40 

iterações como critério de parada, e as mesmas janelas de 20s, 40s e 60s de duração. 
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Figura 6.44 – Índice R e erros de treinamento vs. neurônios ocultos. 

 
Figura 6.45 – Índice R e erros de treinamento vs. iterações. 

As simulações de predição tiveram início em t = 0s. A primeira simulação teve início 

com o veículo estático, e o bloqueio do GPS foi simulado no instante tpred = 65s. As 

Figuras 6.46 e 6.47 mostram os resultados médios, obtidos de 5 partidas independentes. 
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Figura 6.46 - Erro de predição tpred = 65s. a) método 1, b) método 2. 

 
Figura 6.47 - Erro de predição tpred = 65s. a) método 3, b) método 4. 

A seguir os métodos, de 1 até 4, foram comparados entre si, juntamente com o erro de 

predição do FKU, para uma janela de 20s. As Figuras 6.48 a) e b) mostram, 

respectivamente, os erros de predição para a posição Leste e Norte, enquanto que a 

Figura 6.49 mostra o erro de predição no plano Leste-Norte. 

 

Figura 6.48 - Erros de predição jan = 20s, tpred = 65s.  a) Leste,  b) Norte. 
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Figura 6.49 - Erros de predição jan = 20s, tpred = 65s, plano L-N. 

 

Para o veículo estático, os erros de predição não variaram muito entre os métodos 1 até 

4, bem como não houve muita influência por parte das diferentes janelas. O 

comportamento da simulação foi similar à anterior, com dados da primeira campanha e 

veículo estático, até aproximadamente o instante t = 100s, a partir do qual os erros 

crescem de forma mais acentuada.  

Diferente da primeira campanha, na qual o veículo permanecia estático durante todo 

intervalo de predição, nesta segunda campanha o veículo se movimenta durante a 

predição, como pode ser observado nas Figuras 6.41 e 6.42, a partir de t = 100s 

aproximadamente. Esta alteração, de estático para em movimento, modificou as 

entradas da RNA e do FKU de uma forma diferente da primeira campanha. Repetindo a 

simulação para o início da predição em tpred = 85s, foram obtidos resultados similares, 

conforme pode ser observado nas Figuras 6.50 e 6.51. 
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Figura 6.50 – Erro de predição tpred = 85s. a) método 1, b) método 2. 

 
Figura 6.51 – Erros de predição tpred = 85s. a) método 3. b) método 4. 

 

A simulação foi repetida com o veículo em movimento, com início da predição em    

tpred = 115s. As Figuras 6.52 e 6.53 mostram os resultados médios, para os quatro 

métodos, obtidos a partir de 5 partidas independentes. 

 

 
Figura 6.52 - Erro de predição tpred = 115s. a) método 1, b) método 2. 
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Figura 6.53 - Erros de predição tpred = 115s. a) método 3. b) método 4. 

 

Para este instante de predição em particular, a RNA com janela de 40s parece apresentar 

os melhores resultados junto com os métodos 3 e 4, com erros de predição abaixo de 

20m, no plano Leste-Norte. Os métodos foram comparados entre si, juntamente com o 

erro de predição do FKU, para uma janela de 40s. As Figuras 6.54 a) e b) mostram, 

respectivamente, os erros de predição para a posição Leste e Norte, enquanto que a 

Figura 6.55 mostra o erro de predição no plano Leste-Norte. 

 

Figura 6.54 - Erros de predição jan = 40s, tpred = 115s.  a) Leste,  b) Norte. 
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Figura 6.55 - Erros de predição jan = 40s, tpred = 115s, plano L-N. 

 

A simulação é repetida para o início da predição em tpred = 140s. As Figuras 6.56 e 6.57 

mostram os resultados médios dos quatro métodos, obtidos de 5 partidas independentes. 

 

 
Figura 6.56 - Erro de predição tpred = 140s. a) método 1, b) método 2. 
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Figura 6.57 - Erros de predição tpred = 140s. a) método 3. b) método 4. 

 

Para este instante de predição em particular, a RNA com as janelas de 40s e 60s parece 

apresentar os melhores resultados, com erros menores que 10m, no plano Leste_Norte. 

Os métodos foram comparados entre si, juntamente com o erro de predição do FKU, 

para uma janela de 60s. As Figuras 6.56 a) e b) mostram, respectivamente, os erros de 

predição para a posição Leste e Norte, enquanto que a Figura 6.57 mostra o erro de 

predição no plano Leste-Norte. 

 

 

Figura 6.58 - Erros de predição jan = 60s, tpred = 140s.  a) Leste,  b) Norte. 
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Figura 6.59 - Erros de predição jan = 60s, tpred = 140s, plano L-N. 

 

Ao final das simulações pode-se observar que, de uma forma geral, os menores erros de 

predição foram obtidos pela RNA treinada pelos métodos 3 e 4 e com janelas de 40 e 

60s de dados de treinamento. Quando comparados com o FKU, os erros de predição 

apresentados pala RNA foram menores, sugerindo uma maior capacidade de modelar a 

cinemática do veículo nas condições de simulação apresentadas. 

6.3.4 Simulações complementares 

O modelo da RNA operando no modo predição, conforme apresentado no Capítulo 5, 

mostra a realimentação da velocidade vf obtida a partir dos incrementos fv∆ , como 

mostram as Equações 5.10 e 5.11.  

Nas redes alimentadas adiante (feedforward), as saídas são funções somente das 

entradas para um determinado instante, portanto, para entradas constantes, as saídas são 

também constantes. Porém, a realimentação de vf faz com que as saídas da RNA tenham 

dependência temporal. Para uma dada entrada e a partir de uma saída inicial da RNA 

conhecida, sua resposta pode convergir ou adquirir características instáveis (HAGAN et 

al., 1995).  
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Com o objetivo de observar a saída da RNA proposta, e operando no modo predição, foi 

efetuada a seguinte simulação. Para o veículo estático no intervalo [50s, 600s], dos 

dados da primeira campanha, foi escolhido aleatoriamente um subconjunto para 

treinamento e teste com aproximadamente 9% dos dados disponíveis. Dos dados do 

subconjunto (1208 pares de treinamento), 70% foram utilizados para treinamento e 30% 

para verificação. A Figura 6.60 mostra os erros de treinamento e teste para o 

subconjunto. 

 
Figura 6.60 – Erros de treinamento para o subconjunto. 

 

Em seguida foram apresentados seqüencialmente à RNA, treinada e no modo predição, 

todos os dados disponíveis no intervalo [50s, 600s], num total de 10986 entradas. A 

solução de navegação simulada está mostrada nas Figuras 6.61 até 6.64, na qual os 

erros, em relação ao GPS, estão mostrados. 
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Figura 6.61 – Posição Leste simulada e GPS [50s, 600s]. 

 

 
Figura 6.62 - Posição Norte simulada e GPS [50s, 600s]. 
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Figura 6.63 – Velocidade vf simulada e GPS [50s, 600s]. 

 

 
Figura 6.64 – Erros de posição e velocidade [50s, 600s]. 

Pode ser observado na Figura 6.64 que os erros de posição e velocidades, com relação 

ao GPS, são limitados entre valores máximos e mínimos, não apresentando 

características divergentes. Lembrando que, apesar do veículo estar estático, as entradas 

da RNA são ruidosas e também limitadas, portanto os resultados sugerem um 

comportamento estável da RNA no modo predição. Esta simulação não esgota o 
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assunto. Uma possibilidade de análise do comportamento de RNA recorrentes, com 

relação à sua estabilidade, pode ser realizada através da técnica de Lyapunov (HAGAN 

et al., 1995), porém não será abordada neste trabalho.  

A velocidade vf faz parte da modelagem da RNA, conforme apresentado nos Capítulos 

2 e 5. A importância de vf pode ser observada pela sua remoção, como sinal de entrada e 

seu respectivo incremento na saída da RNA e, repetindo-se a simulação da seção 6.2, 

com o método do filtro de Kalman adaptativo. Neste caso as entradas da RNA são 

compostas pelo sinal do acelerômetro e giroscópio e a saída pelos incrementos de 

posição Leste e Norte.  

A Figura 6.65 mostra os valores médios, para 5 partidas independentes, dos valores do 

índice R em função do número de iterações, para 20 neurônios ocultos; enquanto que a 

Figura 6.66 mostra o índice R em função dos neurônios ocultos, para 30 iterações. 

Podem ser observados baixos valores do índice R, indicando baixa generalização; e 

valores mais elevados dos erros de treinamento quando comparados com aqueles da 

seção 6.2 na Figura 6.8, bem como um comportamento oscilatório. 

 

 
Figura 6.65 – Índice R vs. iterações. 
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Figura 6.66 – Índice R vs. neurônios ocultos. 

A opção pela entrada realimentada de vf tem como objetivo a simplificação do modelo e 

trabalhar somente com uma RNA. Uma alternativa poderia ser a substituição da 

realimentação por uma RNA dedicada a aprender somente vf (CHIANG; HUANG, 

2008), com o custo de se treinar uma RNA a mais.  
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7 COMENTÁRIOS FINAIS E CONCLUSÕES  

7.1 Introdução 

Este trabalho investigou a possibilidade da aplicação de redes neurais artificiais, do tipo 

perceptron de múltiplas camadas, para compensação de erros de unidades inerciais, 

numa aplicação de posicionamento veicular no sistema de navegação LTP (Local 

Tangent Plane), com coordenadas no plano Norte-Leste. A rede neural deve ser treinada 

enquanto houver informações via GPS, e operar predizendo as coordenadas de posição, 

na ausência do GPS, com informações provenientes de uma unidade inercial de baixo 

custo, com sensores MEMS. Tradicionalmente, a integração de sistemas de navegação 

inercial com GPS é feita usando técnicas de estimação estocástica. 

Optou-se por redes neurais do tipo MLP pelo fato destas possuírem uma estrutura 

simples, e também aceitarem vários métodos de treinamento. São também capazes de 

resolver problemas de previsão de maneira semelhante a um problema de aproximação 

de funções, no qual a informação temporal é emulada por atrasos de dados, as chamadas 

janelas de dados. 

Inicialmente, foi apresentada a modelagem da rede neural, ou seja, a escolha das 

variáveis de entrada e saída, baseada num conjunto simplificado de equações de 

navegação inercial. O modelo resultou na utilização da leitura de um acelerômetro 

(força específica), um giroscópio (velocidade angular) e da velocidade na direção 

preferencial do veículo. A escolha de um modelo simplificado com uma modelagem 

mais simples, com menos variáveis, permitiu colocar o foco no treinamento e análise da 

rede neural. Esta situação é a de navegação de veículos terrestres em local plano e com 

velocidade (baixa) controlada, justificando as hipóteses simplificadoras para as 

equações inerciais. 

Foi proposta uma metodologia para o treinamento da RNA, usando a abordagem de um 

filtro de Kalman adaptativo, que dentre outras características, aceita a apresentação de 
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dados tanto na forma sequencial como em lotes. Os algoritmos e métodos propostos 

foram testados, por simulação numérica com o software MatLab™. 

7.2 Análise dos resultados e conclusões 

Inicialmente, o algoritmo de treinamento usando a abordagem do filtro de Kalman 

adaptativo (FKA), foi comparado com o tradicional método Levenberg-Marquardt 

(LM), num problema de aproximação de função com uma janela de dados de 

aproximadamente 83s. Os resultados mostraram erros médios de posicionamento 

ligeiramente maiores para o FKA, porém com a mesma ordem de grandeza e a 

vantagem da apresentação sequencial de dados, uma vez que o método LM só aceita a 

apresentação em lote. O efeito da solução adaptativa no treinamento e da pré-filtragem 

de dados foi analisado com a comparação direta com um filtro de Kalman sem o 

módulo de adaptação e a apresentação dos dados com e sem pré-filtragem. 

Foram propostos e avaliados quatro métodos de treinamento para a rede neural dedicada 

ao problema de posicionamento. A avaliação foi feita com informações obtidas em duas 

campanhas independentes de coleta de dados. Foram simuladas ausências de GPS em 

vários instantes, com o veículo estático e em movimento. Os resultados, na forma de 

erros de posicionamento, foram comparados com aqueles gerados por um sistema 

IMU/GPS integrado, de forma convencional, por um filtro de Kalman Unscented. Com 

relação às simulações, as principais conclusões que podem ser feitas são: 

• Na maioria das situações simuladas, os erros de posicionamento apresentados 

pela rede neural sugerem que, depois de treinada, foi capaz de aprender a 

cinemática desenvolvida pelo veículo, no intervalo de uma determinada janela, 

de uma forma mais eficiente que a modelagem do FKU.   

• Com relação ao aprendizado da cinemática do veículo, existe uma relação de 

dependência entre o tamanho das janelas e o tipo de movimento que o veículo 

faz. Na situação estática, ou de velocidade constante, a dimensão da janela 

parece não ser um fator preponderante. Mas, nas situações de alteração de 
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velocidade ou curvas, as janelas de maior duração possuem maior chance de 

captar essas variações.  

• Para as situações simuladas, a rede neural proposta mostrou capacidade de 

plasticidade ao ser treinada com janelas de diferentes tamanhos (20s, 40s e 60s), 

sempre com 20 neurônios ocultos. 

• O método 4 mostrou a possibilidade de continuamente extrair informações, 

através da atualização contínua dos pesos sinápticos, sem danificar 

excessivamente, durante certo intervalo de tempo, o conhecimento acumulado 

do treinamento anterior. Essa característica confere ao método certa capacidade 

de treinamento em tempo aproximadamente-real, uma vez que, mesmo 

considerando que as computações sejam realizadas em tempo real, o sistema 

deve aguardar duas medições consecutivas do GPS, para que possa ser feita a 

interpolação linear com as informações da IMU, formando os padrões de 

treinamento. Além disso, o método 4 processa um número menor de janelas de 

dados durante o seu treinamento. 

A possibilidade de processamento sequencial de informações é uma questão importante, 

quando se usam sensores inerciais de baixo custo no treinamento de RNA. Como suas 

características de ruído podem variar muito, entre duas partidas, seus erros de 

inicialização (start-up errors) também podem ser de grande magnitude, inviabilizando o 

treinamento off-line, com base em trajetórias efetuadas previamente.  

O estabelecimento de um limite de erro de posicionamento depende da aplicação. Na 

ausência de uma aplicação, ou critério, pré-estabelecido, foi assumido que um erro de 

20m, em 30s de predição, satisfaz aplicações gerais, de um veículo de uso urbano de 

baixa velocidade, conforme citado em El-Sheimy e Niu (2007). Os resultados mostram 

que os erros de predição atingem a meta apresentada. Porém, deve ser observado que os 

erros de predição apresentados pela RNA são relativos ao GPS, que por sua vez possui 

seus próprios erros nas coordenadas de posição. Portanto, como a RNA aprende com o 

GPS, os erros de predição podem conter mais uma componente de erro, por exemplo, ± 

10m nas coordenadas Leste e Norte. 
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 É difícil a comparação direta de resultados com outros trabalhos correlatos, 

principalmente porque um grande número de publicações faz uso de IMUs de outras 

categorias, mais caras; e o modo de treinamento é baseado em ensaios off-line de 

trajetórias anteriores, como por exemplo, em Chiang e El-Sheimy (2002 e 2005), 

Chiang et al. (2003, 2004 e 2006). Considerando somente os termos MEMS de baixo 

custo e treinamento on-line, embora a IMU e o receptor GPS não estejam especificados, 

o trabalho de De Boer et al. (2009) possui alguma semelhança e apresenta resultados 

que podem ser comparados: 125m de erro médio absoluto (MAE) de posição, em 30s de 

predição para um veículo estático; 100m de erro de posição, em 30s de predição, para 

um veículo com velocidade constante e 200m de erro de posição, em 30s de predição, 

para um veículo numa trajetória real. Os resultados obtidos nesta Tese, no Capítulo 6, 

mostram, de uma forma geral, erros menores que 1m em 30s de predição, para o veículo 

estático; e menores que 20m nas outras situações. Deve ser observado que a estratégia 

proposta por De Boer et al. (2009) prevê a utilização de todos acelerômetros e 

giroscópios, dentre outras informações, no vetor de entrada da RNA, permitindo que o 

esquema seja usado em qualquer topografia. 

Havendo necessidade, o sistema de navegação proposto pode fornecer a solução de 

navegação na frequência da IMU, utilizando a RNA no modo predição com o conjunto 

de pesos sinápticos do treinamento mais recente, ou o mais atualizado, e as leituras do 

GPS para atualizar a solução: 

( ) ( )∑ δ+∆+=δ+
i

u
n
RNA

n
uu

n
NAV titptit pp ,    i = 1, 2, 3, .... 

Aqui, tu denota o instante da última informação proveniente do GPS, e o índice i é 

zerado a cada atualização. Em outras palavras, trata-se de uma solução de navegação 

IMU/GPS desacoplada, com compensação dos erros de posição. 

Na forma como foi proposto o sistema de navegação neste trabalho, sua aplicação mais 

óbvia é aquela voltada para veículos terrestres, incluindo veículos robóticos. Uma 

extensão das entradas e saídas, contemplando outros ângulos de atitude e a altitude, 

poderia estender sua utilização para pequenos barcos e aeronaves civis, sempre com 
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aplicações de baixo custo. A comparação entre o nível de ruído dos sinais dos 

acelerômetros e giroscópios MEMS, sugere que uma aplicação interessante seria a 

utilização de IMUs acelerométricas (gyro-free) auxiliadas por RNA e GPS. 

7.3 Sugestões para extensões e trabalhos futuros 

Os resultados obtidos neste trabalho, dentro do escopo de RNA aplicadas à navegação 

inercial, indicam algumas possibilidades para sua continuidade. São sugeridas as 

seguintes recomendações para extensões ou trabalhos futuros: 

a) Quanto ao método de treinamento da RNA utilizada neste trabalho, 

baseado em técnicas estocásticas como o filtro de Kalman, é sugerida 

a avaliação de outras variações, como por exemplo, a forma 

fatorizada U-D (BILSKI, 2005 e ZHANG;  LI, 1999), e a abordagem 

por pontos-sigma (Sigma Point KF) e sua variação chamada 

unscented Kalman filter (WAN; VAN DER MERWE, 2000).  O 

objetivo da sugestão é analisar possíveis melhorias na generalização 

da rede treinada. Soluções simplificadas do filtro de Kalman com 

processamento paralelo (RIOS NETO, 1997) ou formas desacopladas 

(PUSKORIUS; FELDKAMP, 1991), podem ser testadas buscando a 

redução do tempo de treinamento. 

b) Parece ser coerente a investigação das formas recorrentes de RNA, 

uma vez que esta estrutura pode ser utilizada na solução de problemas 

que envolvam processamento temporal, como em atividades de 

previsão (BRAGA ET AL., 2007). Dentre os algoritmos básicos de 

aprendizagem para o treinamento de redes recorrentes, o filtro de 

Kalman estendido, na sua forma desacoplada, pode ser uma opção ao 

lado da retropropagação através do tempo (BPTT) e da aprendizagem 

recorrente em tempo real (ARTR), (HAYKIN, 2001). 

c) Diferentes arquiteturas de RNA com diversas configurações de 

entradas-saídas podem ser investigadas. Pode-se explorar a utilização 
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de outros sensores como fonte de informação, por exemplo, um 

magnetômetro com medidas de direção (heading) (EL-SHEIMY; 

CHIANG; NOURELDIN, 2006). Redes com arquiteturas 

especializadas, com várias entradas e saída única, também podem ser 

testadas (GOODALL et al., 2006). 

d) Os métodos de treinamento, de 1 até 4, propostos no Capítulo 5 

podem ser alterados da seguinte forma: onde houver treinamento 

baseado numa janela de dados, utiliza-se o método LM, com 

processamento em lote (batch), ao invés do FKE, que seria utilizado 

apenas para a atualização sequencial do conjunto de pesos sinápticos 

obtidos no último treinamento. Assim é possível explorar os 

benefícios de ambos os métodos, ou seja, a boa generalização e 

capacidade de estabilizar o erro de treinamento em menos iterações 

do método LM (HAGAN; MENHAJ, 1994), e a possibilidade de 

processamento sequencial do FKE. 

e) Fica sugerida a investigação da forma híbrida conhecida como filtro 

Kalman-neural (Stubberud et al., 2007), como uma alternativa de 

ampliar a utilização de RNA aplicadas à navegação inercial, por 

exemplo, na identificação on-line de biases de sensores, para sua 

posterior compensação. 
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APÊNDICE A – CARACTERÍSTICAS DA IMU e RECEPTOR GPS 

 

 

Figura A.1 – Receptor GPS Ashtec Z12 – características técnicas 
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Tabela A.1 - Crossbow IMU400CD – especificações 

Giroscópios Valor Acelerômetros Valor 
Range Roll, Pitch, Yaw (o/sec) +/- 200 Range X,Y,Z (g) +/- 4 
Bias Roll, Pitch, Yaw (o/sec) <+/- 1.0 Bias X,Y,Z (mg) < +/- 12 
Scale Factor Accuracy (%) < 1 Factor Accuracy (%) < 1 
Non-Linearity (% FS) < 0.3 Non-Linearity (% FS) < 1 
Resolution (o/sec) < 0.05 Resolution (mg) < 0.6 
Bandwidth (Hz) > 25 Bandwidth (Hz) > 75 
Randon Walk (o/hr1/2) < 4.5 Random Walk (m/s/hr1/2) < 1 

 

 

 

 

 



APÊNDICE B – Matriz de derivadas parciais H 

A avaliação da matriz de derivadas parciais, H, do vetor de saída da RNA em relação 

aos seus pesos, é necessária para os algoritmos propostos anteriormente. Será 

apresentada uma forma recursiva para sua obtenção, com a mesma notação usada no 

Capítulo 3 (CARRARA, 1997; HAYKIN, 2001).  

A matriz H é definida por: 
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w

wx
wx

ww

,
,ˆ

,ˆ tx
tf

tf w =
∂

∂=
=

                                                            (B.1) 

Numa rede neural constituída por ℓ camadas, a saída da camada k, com nk neurônios é 

dada por: 
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K=x                                                                           (B.2) 

Onde ( )⋅kf  denota a função de ativação do campo local induzido, ou potencial de 

ativação kx : 

( ) ( )1kkkkkk fxf −== xWx                                                                                    (B.3) 
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Na ℓ-ésima camada, o vetor de saída da rede neural é dado por: 

lxy =                                                                                                                   (B.5) 

De forma análoga ao algoritmo de retropropagação, descrito no Capítulo 3, a derivada 

parcial do vetor saída, em relação às diversas camadas da rede neural, é dada por: 
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Onde 
k

F denota uma matriz diagonal de derivadas, ( )kkf x
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Tomando novamente a derivada parcial para as camadas subseqüentes, em direção à 

entrada da rede, a matriz H toma a seguinte forma: 
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Pode-se, então, estabelecer uma relação de recorrência na seguinte forma: 
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Onde o valor inicial de 
k
∆ , para a camada de saída l , é dado por: 
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A derivada do campo local induzido, ou potencial de ativação, da camada k em relação 

aos pesos wi é dada por: 
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Observa-se na matriz, de nk linhas, descrita na Equação (B.12), que somente a i-ésima 

linha possui elementos não nulos, uma vez que não existe conexão entre os demais 

neurônios e os pesos wi, resultando em derivadas nulas. 

Considerando todas as ℓ camadas da rede, a matriz H é descrita na seguinte forma: 
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[ ] [ ]lll
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A matriz H possui dimensão (nℓ x nw), onde nℓ é a dimensão da camada de saída da 

rede, e nw corresponde ao número de parâmetros da rede neural, os pesos sinápticos e 

biases: 
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